UNIVERSIDADE FEDERAL DO ESPIRITO SANTO
CENTRO TECNOLOGICO
DEPARTAMENTO DE ENGENHARIA ELETRICA
PROJETO DE GRADUACAO

INGRID ANDRADE REIS

USO DE REDES NEURAIS RECORRENTES PARA
ESTIMACAO DO BTP EM UM PROCESSO DE
SINTERIZACAO

VITORIA — ES
DEZEMBRO/2018



INGRID ANDRADE REIS

USO DE REDES NEURAIS RECORRENTES PARA ESTIMACAO DO
BTP EM UM PROCESSO DE SINTERIZACAO

Parte manuscrita do Projeto de Graduagdo
da aluna Ingrid Andrade Reis, apresentado
ao Departamento de Engenharia Elétrica do
Centro Tecnolégico da Universidade
Federal do Espirito Santo, como requisito
parcial para obtencdo do grau de
Engenheira Eletricista.

Orientador: Prof. Dr. Klaus Fabian Coco

VITORIA — ES
DEZEMBRO/2018



INGRID ANDRADE REIS

USO DE REDES NEURAIS RECORRENTES PARA ESTIMACAO DO
BTP EM UM PROCESSO DE SINTERIZACAO

Parte manuscrita do Projeto de Graduagio da aluna Ingrid Andrade Reis, apresentado ao
Departamento de Engenharia Elétrica do Centro Tecnolégico da Universidade Federal do
Espirito Santo, como requisito parcial para obtengdo do grau de Engenheiro Eletricista.

Aprovada em 10 de dezembro de 2018.

COMISSAO EXAMINADORA:

W L c.

Klaus Fabian Coéco, DSc
Universidade Federal do Espirito Santo
Orientador

(D=

Jorge )teh‘i{lg Samatelo, DSc
Universidade Federal do Espirito Santo
Examinador

1A 2 J -
Vitor Faifal Cﬁmpana, MSc
Instituto Federal do Espirito Santo
Examinador




RESUMO

O Burn Through Point (BTP) ¢ importante parametro para o processo de sinterizagao nas usinas
de producao de ago e, tendo em vista a crescente demanda deste material nos processos de
produgdo, novas técnicas que possibilitem a melhora na sua qualidade e na sua produtividade
sdo estudadas e aplicadas continuamente na industria. Trabalhos anteriores ja utilizaram Redes
Neurais Artificiais (RNA) para a predi¢do do BTP e comprovaram sua eficiéncia. Dessa forma,
este trabalho propde a analise de dados reais de uma indistria sidertrgica empregando
diferentes modelos de RNA para prever o BTP utilizando horizonte de previsdo de 1h. Os
modelos com e sem variaveis exogenas, selecionadas pelos especialistas de sinterizagao, foram
desenvolvidos, bem como um estudo da relevancia dessas varidveis, através de testes de poda,
foram implementados visando a previsao do valor do BTP. Os resultados indicam que, nas
condic¢des dos modelos avaliados, a rede neural sem varidveis exdgenas apresentou desempenho
superior as outras. Isto posto, tal modelo pode ser de grande aplicabilidade no auxilio no

controle do processo produtivo, contribuindo para maior assertividade do BTP.
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1 INTRODUCAO

1.1 Apresentacio e objeto de pesquisa

E de interesse da industria, em um panorama de cada vez maior preocupacio com eficiéncia
das técnicas e reducao de custo, a melhor utilizagdo dos dados de processo obtidos para melhor
tomada de decisOes estratégicas. Isso ndo ¢ diferente para as usinas siderdrgicas, nas quais €
produzido o aco a partir do refino do ferro-gusa. O ferro-gusa, ou gusa, ¢ formado nos altos-
fornos, onde ocorre a reducao do minério de ferro, sendo usado para isto diferentes materiais

que sdo adicionados em mistura com o minério para promover essa redugao.

Dentre estes produtos, o sinter € tido como o melhor provedor de matéria necessaria ao processo
de producdo de ferro. A produgdo do sinter, conhecida como sinterizagdo, requer atencao
especial, pois além de servir para o reaproveitamento de finos da producao do ferro, ele

demanda uma grande area de operagdo bem como tempo para seu preparo.

O processo de sinterizagdo corresponde a um pré-processamento para o minério de ferro e
fundentes (silica e cal, por exemplo), cargas do alto-forno que tem grande efeito sobre as
condicdes de funcionamento dele e, consequentemente, sobre a produgao do ferro-gusa e de
aco. O resultado final deste processo € o sinter, material que substitui o minério granulado,
constituido de hematita compacta, que possui maior teor de 6xido de ferro e estd em processo

de extincao (MOURA, 2008).

Existem basicamente duas estruturas de producdo de sinter: a Maquina de Greenawalt e a
Maquina de Dwight-Lloyd. Esta ultima ¢ normalmente utilizada para a maioria dos processos

industriais de sinterizagdo (Figura 1).
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Figura 1 — Maquina de Dwaight-Lloyd
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Fonte: Adaptado de (USAMENTIAGA, 2013).

Na Dwight-Lloyd o calor ¢ aplicado a particulas finas de minério de ferro para transforma-las
em produto de granulagdo maior. Além das particulas de minério, a mistura bruta do sinter ¢
composta também de coque e uma mistura de retorno (finos que nao foram aproveitados logo
depois do primeiro processamento). Essa mistura ¢ umidificada e carregada em uma esteira em
movimento e nivelada para formar uma camada (leito). A esteira ¢ feita de uma rede de metal
e refratario, que permite que um grande exaustor sugue o ar através do leito para as chamadas
caixas de vento, onde a temperatura do ar sugado ¢ medida, a matéria volatil € expelida e a
mistura bruta ¢ fundida para formar o sinter. Quando o sinter atinge o fim da esteira, ele ¢
triturado e os produtos de tamanho aceitavel sdo levados ao alto-forno, enquanto os de tamanho

menores sao refinados para reprocessamento (retorno).

1.2 Objetivo geral e objetivos especificos

O objeto do presente trabalho ¢ a implementacdo de um sistema de predigdo para uma das
variaveis do processo de sinterizacao, o Burn Through Point (BTP), com intuito de produzir
estimativas para o BTP, e, assim, balizar as decisdes dos operadores e possibilitar aumento da
assertividade em relacdo ao processo de producao do sinter.

Os objetivos especificos deste trabalho sdo:
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» Estudo e selegdo de técnicas de analises de dados e de processamento de sinais em
36 variaveis do processo de sinterizagao;

»  Selegdo das varidveis do processo de sinterizagdo mais relevantes aos modelos de
solu¢do do problema;

» Implementagdo-teste de propostas de solugdo para a predicao do BTP.

1.3 Organizacao do trabalho

Este trabalho esta dividido em 5 capitulos, onde o primeiro deles apresenta o contexto do
problema, as justificativas para o desenvolvimento do trabalho e os objetivos do mesmo. O
Capitulo 2 apresenta uma revisdo bibliografica dos métodos adotados para realizagdo deste
projeto. No Capitulo 3, sdo discutidos os aspectos do caso em estudo, enquanto no Capitulo 4
apresenta-se as metodologias desenvolvidas para andlise das varidveis e, para cada uma das
etapas do trabalho, seus resultados e discussdo deles. As conclusdes obtidas encontram-se no

Capitulo 5.
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2 EMBASAMENTO TEORICO

E importante para qualquer estudo o levantamento das ferramentas que podem ser utilizadas no
desenvolvimento da solu¢do desejada. Nesse sentido, este capitulo apresenta uma breve revisao

bibliografica dos métodos usados neste projeto.
2.1 Redes Neurais Artificiais

Segundo Monard e Baranauskas (2003), Aprendizado de Maquina (AM) ¢ uma darea de
Inteligéncia Artificial que tem como objetivo tanto desenvolver técnicas computacionais sobre
o aprendizado como também construir sistemas que sejam capazes de adquirir conhecimento
de modo automatico. A Rede Neural Artificial (RNA) ¢ um dos modelos computacionais para

tais finalidades.

Uma Rede Neural Artificial, usualmente denominada “rede neural” ¢ um sistema inspirado no
funcionamento extremamente ndo linear, complexo e paralelo que ocorre no cérebro. Ela ¢
constituida de unidades de processamento basicas, chamadas de neurdnios, que sao interligados
e propensos a acumular conhecimento experimental, a partir de um processo de aprendizagem,

e a torna-lo disponivel para uso (HAYKIN, 2001).

Na Figura 2 ¢ representada a estrutura basica de um neurénio tipico: ele possui um conjunto de
sinais de entrada , ..., € seus respectivos pesos sindpticos  ,emque € o indice
do neurdnio ao qual o peso se refere. Além disso, ¢ o limiar correspondente ao neurénio

(bias), - ¢afuncdo deativagdoe ¢ o sinal de saida do neuronio

Figura 2 — Representagdo de um Neuréonio Tipico

Pesos

sinapticos b, (bias)
k

(HI O . N
Funcdo de
ativacao
Sinais de k o) sz}l de
entrada Vi saida

Fonte: Adaptado de (ZANETTI, 2007).
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A ag¢do de um neur6nio pode ser descrita pela Equacao (1):

= .t ) (1)

Quanto a sua estrutura, as redes neurais sdo organizadas em camadas. Na Figura 3a, esta
ilustrada a chamada rede de camada uinica, com 4 neur6nios e 4 nds de entrada. Nessa topologia
de rede, em apenas uma camada ocorre alguma computacao. A complexidade das redes neurais
cresce conforme aumenta o numero de camadas, as chamadas camadas ocultas, como ilustrada

na rede da Figura 3b.

Figura 3 — Redes Neurais Artificiais alimentadas adiante (Feedfoward): a) Com camada unica; b) Com multiplas
camadas.

Camada de Camada de
entrada feurdmios de
sai Camada de Camada de 'CGIr_lat_ia de
entrada neurdnios ocultos neurdnios de
saida
ta) ®)

Fonte: Adaptado de (HAYKIN, 2001).

As redes neurais apresentadas na Figura 3 s3o caracterizadas como alimentadas adiante,
também chamada de feedfoward, pois a camada de entrada ¢ projetada na camada de saida de
neurdnios, € ndo vice-versa (HAYKIN, 2001). Na Figura 4 sdo apresentadas Redes Recorrentes,

que se diferenciam das Redes Feedfoward por apresentarem pelo menos um lago de
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realimentacdo, possibilitando que a saida também seja influenciada por informagdes passadas

(DINIZ, 2018).

Figura 4 — Rede Neural Artificial Recorrente com neurdnios ocultos

Operadores de
alraso unitdrio -~

Fonte: Adaptado de (HAYKIN, 2001).

Redes recorrentes podem ser aplicadas através de um modelo ndo linear autorregressivo com
entradas exogenas (Nonlinear AutoRegressive model with eXogenous inputs — NARX), com a
inclusao de operadores de atraso também em sua saida. Assim, a saida do modelo NARX pode

ser representado pela Equacgao (2):

y [ 11 21"'1 ' 1’ 2"-" ( )] . (2)
Nela, y ¢ a saida estimada do modelo no instante representa a entrada e ,a
saida do modelo, € o numero de atrasos da memoria de saida, € o numero de atrasos da
memoria de entradae - representa a funcdo de ativacao.

Quando usado somente os valores passados da saida para a previsao dos valores futuros, tem-
se 0 modelo ndo linear autorregressivo (Nonlinear AutoRegressive model — NAR), representado

na Equacao (3), considerado uma simplificagdo do modelo NARX (DINIZ, 2018):

y [ 1, 2,.., ( )] . (3)
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Similar ao modelo NARX, ha também o modelo ndo linear de erro de saida (Nonlinear Ouput

Error — NOE), que inclui predigdes passadas em vez de saidas medidas, representado na
Equacao (4):
9 [ 11 21"'1 ’y 119 2”9( )] . (4)

Na Figura 5 estao representados em diagrama de blocos os modelos citados.

Figura 5 — Diagrama de blocos dos modelos: a) NARX; b) NAR; ¢) NOE
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Fonte: Adaptado de (RANKOVIC e NIKOLIC, 2008).
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O processo de aprendizagem de uma rede neural ocorre por indugdo e pode ser classificado, de
forma simplificada, em supervisionado, ndo supervisionado e por reforco. Ao aprendizado
supervisionado ¢ fornecido um conjunto de exemplos de entrada-saida, que possibilita uma
resposta desejada, a partir de treinamento e classificacdo desses. E proporcionado um rétulo de
categoria ou custo para cada padrdo em um conjunto de treinamento e ¢ almejado reduzir a
soma dos custos desses padrdes (DUDA; HART; STORK, 2012). Esse custo, neste trabalho, ¢

representado pelo Erro Quadratico Médio (Mean Square Error — ), conforme a Equacao

(5):

— i )

em que € o namero de amostras para treinamento, ¢ a saida do sistema real ¢~ ¢ a saida

do modelo de predicao.

O desafio a superar no aprendizado supervisionado ¢ a generalizagdo, ou seja, a capacidade de
produzir saidas adequadas para entradas diferentes daquelas usadas durante a aprendizagem
(HAYKIN, 2001). Nesse contexto, o sobre ajuste (ou overfitting) € um termo que caracteriza a
falta de generalizacdo de um modelo, visto que ele descreve quando um modelo se adequa em

demasia aos dados de treinamento.

A fim de melhorar a generalizagdo, a técnica de early stopping € utilizada neste trabalho. Esta
técnica divide o conjunto de dados em 3 subconjuntos: de treinamento, de validacao e de teste.
O primeiro subconjunto € usado para atualizar os pesos sinapticos € a polarizagdo e o segundo
tem o erro calculado e monitorado durante o treinamento. Na fase inicial, esse erro tende a
diminuir e quando ocorre overfitting, a aumentar. Quando isso ocorre, o treinamento ¢
encerrado e os pesos sindpticos e as polarizagdes referentes ao menor erro de validagdo sdo
retornados ao algoritmo da rede. O terceiro subconjunto € usado para comparagao entre modelos

e pode indicar uma ma distribuicao dos dados nos subconjuntos.

Com o intuito de verificar se 0 modelo de uma rede neural ¢ adequado, é possivel, dentre outras,
empregar a técnica de regressao e a analise dos coeficientes da autocorrelagao do erro. A técnica
de regressdo ¢ utilizada a fim de detalhar a resposta da rede neural em questdo, na qual se

compara as saidas da rede neural (valores da predicao) e os valores esperados. A partir dela, ¢
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ilustrada a relacdo entre esses dois valores, na qual o melhor ajuste ¢ indicado pela linha
continua e os dados sdo indicados por circulos, conforme mostrado na Figura 6. Quanto mais
préoximos esses circulos se apresentam da linha, o coeficiente de correlagdao ¢ muito proximo de

1 e, por isso, indica bom ajuste.

Figura 6 — Exemplo de representacdo da regressao

R=0.99999

Saida ~= 1*Alvo + 0.00056

Alvo

Fonte: O préprio autor.

A analise do modelo por meio dos coeficientes de autocorrelagdao do erro ¢ baseada na fungao
de autocorrelacao do erro entre o instante e seu atraso (lag) _ pode ser calculada por

meio da Equacao (6):
_, - (6)
em que ¢ o valor esperado entre 0 MSE () e seu conjugado.

Quando os coeficientes sao nulos, entdo pode-se afirmar que nao ha correlagao entre o erro
nesses instantes e que, portanto, o modelo da rede neural é apropriado (TAPIA, 2000). Para
casos praticos, indica-se um intervalo de confianga dentro do qual pode-se afirmar que o modelo

se apresenta satisfatoriamente, conforme ilustrado na
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Figura 7.
Figura 7 — Exemplo de representacao da autocorrelagao do erro
« 103 Autocorrelacéo do Erro
25 I -
| I Correlagdo
20 - [ Correlagao Zero
Intervalo de Confianga |

o
Ey
2
8
@
=
e
=]
Q

Fonte: O proprio autor.

As redes neurais se destacam por serem técnicas de modelagem de dados estatisticos ndo
lineares, que fazem parte de sistemas com relagdes complexas entre entradas e saidas, a fim de,
principalmente, encontrar padroes. Desde 1986, elas vém sido aplicadas para a identificagdo

de sistemas dindmicos ndo lineares (RANKOVIC e NIKOLIC, 2008).

Em conjunto com outras técnicas, como os Algoritmos Genéticos, essa ¢ a mais usada para a
predi¢do do BTP, como pode ser observado nos trabalhos de Er, Liao e Lin (2000), Wushan
(2005), Laitinen e Saxén (2007) e Wang (2014).

2.1.1 Algoritmo de poda

No contexto de aplicagdes reais, as redes neurais apresentam tamanho grande, para que
possuam graus de liberdade suficientes para acomodar rapidamente as caracteristicas gerais dos
dados de entrada, de uma forma pouco sensivel as condigdes iniciais € aos minimos locais

(ESPENCHITT, 2001).

Tendo isso em vista, ¢ desejavel minimizar o tamanho da rede mantendo bom desempenho ¢

uma alternativa para isso ¢ a utilizacao da poda da rede. O algoritmo de poda deve atuar em
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uma rede neural inicialmente grande e entdo reduzir ou eliminar certos pesos sindpticos de

forma seletiva e ordenada (HAYKIN, 2001).

A estratégia para poda das redes neurais utilizadas neste trabalho ¢ a de aplicagao de algoritmos
fundamentados no calculo da matriz hessiana (NORGAARD et al., 1996). Para esta técnica,
busca-se, por meio do célculo da sensibilidade (ou saliéncia) de um peso sindptico, uma relagao

entre a complexidade da rede e o desempenho do erro de treinamento (HAYKIN, 2001).

O tipo de poda empregado utiliza um modelo local da superficie do erro para realizar uma
previsao analitica do efeito no erro da saida da rede quando determinado peso sinaptico ¢
retirado (DINIZ, 2018). No método intitulado Cirurgido Cerebral Otimo, o procedimento
consiste em treinar uma arquitetura de rede totalmente conectada, calcular a sensibilidade de
cada peso sindptico utilizando a matriz hessiana, eliminar aqueles com menor sensibilidade ¢
atualizar os pesos e treinar novamente a rede. Esse método € encerrado quando mais nenhum
peso sinaptico puder ser retirado da rede sem que isso provoque um grande aumento no erro

médio quadratico.

2.2 Tratamento dos Dados

A presenca de valores atipicos (outliers) em um conjunto de dados pode influenciar diretamente
na homogeneidade de séries (DINIZ, 2018). Esse fendmeno ocorre por diversos fatores, como
falhas de medi¢do comuns em processos industriais, e deve ser tratado de forma que torne os

dados consistentes para a continuidade do projeto.
2.2.1 Deteccao de outliers

A auséncia de tendéncia no comportamento de uma série € explicada por erros de medigdes que
devem ser tratados como valores discrepantes, ou outliers. Para identificagao deles, considerou-
se aqueles cujos valores sao maiores que 3 vezes o desvio absoluto mediano ( ), calculado

pela Equacdo (7), em que ¢ a quantidade de amostras.

V- —0.4769 120 @
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2.2.2 Tratamento de outliers

A fim de tornar tais amostras coerentes, elas sdo substituidas pela interpola¢ao dos valores
vizinhos ndo considerados outliers. A fim de manter o comportamento da série, neste trabalho

foram utilizadas a interpolacdo linear ou a interpolacdo de Hermite seccionalmente ctbica

(pchip).
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3 CASO EM ESTUDO

Durante todo o processo de producdo do sinter ocorrem varias medigdes com objetivo de
monitorar e controlar todo o processo da produc¢do do sinter. Dentre essas medi¢des ¢ de
fundamental interesse ter a informag¢ao de onde ocorre o BTP, ou seja, do ponto em que ocorre

a maior temperatura ao longo da esteira em que a mistura, que formara o sinter, passa.

A relevancia se deve ao fato de que o BTP indica em que local, ao longo da maquina de sinter,
o calor cedido pelo forno de igni¢do penetrou toda a camada de material da mistura e houve a
adequada fusdo dela. Para que isso ocorra, € necessario cuidadoso ajuste, de forma que esse
local indicado pelo BTP ndo seja muito anterior ao fim da méaquina de sinter, prejudicando a
produtividade, nem posterior a ela, danificando os equipamentos resfriadores instalados no
processo. Na usina em estudo, a maquina de sinter ¢ um equipamento de importancia

consideravel, possuindo 424 metros quadrados de area e 8 caixas de vento.

3.1 Principais variaveis do processo

A partir da avaliagdo dos engenheiros especialistas da Sinterizacdo, foram selecionadas 36
variaveis potencialmente significativas para a predicdo do BTP, apresentadas na Tabela 1. Além
disso, sao informadas a unidade de medida da variavel e a periodicidade de amostragem com

que cada variavel era armazenada no sistema de monitoramento da usina.

Tabela 1 - Potenciais variaveis de entrada do modelo

N° Variavel de Entrada Unidade de medida Amostragem
1 Geracao de Finos de Retorno ton/dia 1h

2 Produtividade ton/dia*m? 6h

3 Altura da Camada mm 6h

4 Retorno % lh

5 Densidade da Mistura t/m? lh

6 Velocidade de Sinterizacao mm/min 1h

7 Temperatura da Caixa de Vento n°11 °C 6h

8 Temperatura da Caixa de Vento n°13 °C 6h

9 Temperatura da Caixa de Vento n°18 °C 1h
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10 Temperatura da Caixa de Vento n°19 °C lh
11 Temperatura da Caixa de Vento n°20 °C 1h
12 Temperatura da Caixa de Vento n°21 °C 1h
13 Temperatura da Caixa de Vento n°22 °C 1h
14 Temperatura da Caixa de Vento n°23 °C 1h
15 Pressdo na Caixa de Vento n°22 mmH>O lh
16 Pressao na Caixa de Vento n°23 mmH,0 lh
17 Velocidade da Maquina de Sinter m/min lh
18 Temperatura BTP °C lh
19 Vazao do Exaustor N° 1 Nm?/min lh
20 Vazao do Exaustor N° 2 Nm?*/min lh
21 Pressdao do Exaustor mmH20 lh
22 CO mg/Nm? lh
23 Cal % 24h
24 Base de Coque % 24h
25 Pilha Homogeneizada A ton lh
26 Pilha Homogeneizada B ton 1h
27 Total Pilha Homogeneizada ton lh
28 RDEG na Pilha % 24h
29 SFBR no sinter feed % 24h
30 STFA no sinter feed % 24h
31 +1mm % 24h
32 Relagao +1/-0,105 na Pilha - 24h
33 Fracao +1mm - 24h
34 Fragao -0,105mm - 24h
35 Relacao +1/-0,105mm na Mistura - 24h
36 Total RDEG % 24h

Fonte: Produgao do préprio autor.

A Geragdo de Finos de Retorno ¢ a quantidade de material que deverd ser reutilizada no
processo de sinterizacao, pois foi totalmente agregada ao sinter produzido, enquanto a variavel
Retorno ¢ a porcentagem dessa quantidade em relacdo a mistura total. A produtividade refere-

se a quantidade de sinter produzido por dia, dividido pela drea da maquina de sinter. A
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velocidade de sinterizagdo € a velocidade aproximada com que o calor se move pela altura da
camada, provocando a sinterizacdo da mistura. Diferentemente, a velocidade da maquina de
sinter ¢ a velocidade com que a maquina move a esteira. A variavel Temperatura BTP ¢ a
temperatura estimada no ponto que ocorre a queima total. CO ¢ a quantidade de monoxido de

carbono produzida na reacao que ocorre por conta do forno de ignicao.

As varidveis Cal, Coque, Fra¢ao +1mm, Fracao -0,105mm, Relagdo +1/-0,105mm na Mistura
e Total RDEG sao calculadas em relagdo a mistura total, ou seja, a mistura composta pela pilha
homogeneizada e pelo sinter feed, enquanto as varidveis RDEG na Pilha, +1mm e Relagdo +1/-

0,105 na Pilha sdo referentes a composi¢ao da pilha homogeneizada somente.

RDEG ¢ a sigla referente aos finos provenientes do peneiramento da mistura, que sdo
reutilizados na composi¢ao de uma pilha. SFBR e STFA sao siglas utilizadas para o minério
proveniente das minas de Brucutu e de Fabrica, respectivamente. Em conjunto com outras

fontes de minério, formam o sinter feed.

A granulometria ¢ um parametro que afeta a permeabilidade do leito e, consequentemente, a
produtividade (HONORATO, 2015). Por isso, foram elencadas as variaveis +1mm, Relagao

+1/-0,105 na Pilha, Fragao +1mm, Fracao -0,105mm e Relagdo +1/-0,105mm na Mistura.
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4 DESENVOLVIMENTO E RESULTADOS

Para o desenvolvimento deste estudo, foram utilizados dados provenientes de uma planta de
sinterizacao em sidertrgica localizada na regido da Grande Vitdria, Espirito Santo, coletados

durante o periodo de 24/08/2017 a 19/08/2018.

Além do BTP, foram captados dados de 36 varidveis que descrevem o processo de sinteriza¢ao
e que, baseado na andlise de especialistas da area da empresa, possivelmente mais o
influenciam. Todos eles foram tratados, para supressdo de periodos em que houve anomalias,

paradas no processo ou auséncia de medi¢des e para correcao de outliers.

Apo6s analise preliminar dos sinais compostos pelos dados coletados, foram utilizadas redes
neurais artificiais com a aplica¢do de um algoritmo de poda, de forma a selecionar as variaveis
mais relevantesPara isso, foram utilizados algoritmos adaptados de um tool/box para MATLAB,
desenvolvido por Magnus Nogaard e disponibilizado para download no site da Universidade
Técnica da Dinamarca (THE NNSYSID, 2003). De posse das variaveis selecionadas pelo
algoritmo de poda, foram novamente avaliados modelos de predi¢cao usando redes neurais e

seus resultados finais sao discutidos.

4.1 Analise dos sinais

Em virtude das diferencas entre os periodos de amostragem de cada varidvel de entrada,
conforme mostrado na Tabela 1, foi feita uma reamostragem dos dados, de forma que todos
apresentassem valores médios a cada hora. Para isso, foi utilizada a replicagdo dos valores,
tendo em vista que, devido as caracteristicas do processo, em geral, estes parametros ndo sofrem

grandes variagdes em curto prazo.

Foram plotadas as variaveis a fim de avaliar visualmente algum aspecto de correlacdo entre
variaveis. Na Figura 8, apresentam-se todas as amostras das varidveis de entrada ao longo do
tempo, apés a exclusdo dos periodos de anomalias no processo. As amostras do BTP
selecionadas foram aquelas referentes aos mesmos periodos em que as demais varidveis do

processo ndo apresentaram desvios.
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Figura 8 — Exemplo do comportamento de 4 variaveis do processo de sinterizagdo estudado: a) BTP; b)
Densidade da mistura; ¢) Temperatura na caixa de vento n° 19; d) Velocidade da maquina de sinter
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Fonte: Produgdo do proprio autor.

Por meio da andlise visual apenas ndo foi possivel verificar correlagdo direta cada uma das
variaveis exdgenas € o BTP. Dessa forma, nenhuma das 36 varidveis foi descartada para as

etapas posteriores.

4.2 Treinamento e poda com todas as variaveis

Nesta se¢do sdo apresentados os resultados de testes com redes de topologias NNOE e NARX
e posterior aplicagdo do Algoritmo de Poda. Esse algoritmo serd utilizado para definir as

variaveis mais relevantes para treinamento de uma rede neural que visa a predigao do BTP.

Todas as redes possuirdo uma camada de entrada, uma camada oculta e uma camada de saida
unica. A camada de entrada tera tamanho fixo igual ao nlimero de varidveis de entrada e o
tamanho da camada oculta sera determinado testando-se redes com estruturas variando de 4, 5,

10 e 30 neuronios ocultos. Para cada rede, sera calculado o MSE obtido. Os resultados de cada
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treinamento sdo apresentados na Tabela 2, ordenados em ordem decrescente de MSE durante o

teste.

Nos testes da Tabela 2 nao foram tratados os outliers, pois o objetivo ¢ verificar a complexidade

do comportamento das variaveis exdgenas em relacao ao BTP.

Tabela 2 — Caracteristicas dos treinamentos com poda

N° do Quantidade de
Topologia neuronios na MSE Treino MSE Teste
feste camada oculta

1 NARX 4 0,14 0,55
2 NARX 4 0,22 0,55
3 NARX 4 0,14 0,7
4 NOE 10 0,17 0,71
5 NOE 4 0,2 0,73
6 NOE 30 0,03 0,8
7 NOE 10 0,17 0,84
8 NOE 4 0,21 0,87
9 NOE 30 0,03 0,97
10 NOE 10 0,28 1,03
11 NOE 30 0,124 1,103
12 NOE 5 0,124 1,103
13 NOE 5 0,124 1,103
14 NOE 4 0,124 1,103
15 NOE 4 0,124 1,103
16 NARX 30 0,03 1,25
17 NOE 30 0,04 1,81
18 NOE 30 0,04 1,81
19 NOE 30 0,04 1,81
20 NARX 4 0,14 0,55

Fonte: Producdo do proprio autor.

A fim de ilustrar o resultado dos testes, toma-se como exemplo o teste n® 1. Utilizando o modelo

NARX de rede neural com 4 neur6énios na camada oculta, foi realizado o treinamento e na
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Figura 9 ¢ mostrada saida para a etapa de teste da rede neural. O erro de predigdo ¢ dado pela

diferenca entre o valor da saida real (esperado) e o valor da saida do modelo. Na Figura 9, nota-

se que o modelo da rede ndo obteve bom desempenho, visto que os erros de predigdo foram

altos e, em alguns pontos, a saida do modelo ndo correspondeu ao comportamento da saida real.

Figura 9 — Previs@o do BTP antes da poda: a) Valores a cada amostra; b) Erro de predi¢do a cada amostra
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Fonte: O préprio autor.

Logo apos esse teste, foi aplicado do algoritmo de poda e realizado novo teste, cujos resultados

sdo apresentados na Figura 10. E possivel notar que o modelo foi capaz de prever a tendéncia

do comportamento do BTP, no entanto, os erros de predi¢ao foram ainda altos.
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Figura 10 — Previsao do BTP apos poda: a) Valores a cada amostra; b) Erro de predig@o a cada amostra
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Fonte: O préprio autor.

Para cada um dos 20 testes, foram guardadas as variaveis cujos pesos sinapticos ndo foram
iguais a zero ao fim da aplicagdo do algoritmo de poda. Isso indica que tais varidveis nao foram
eliminadas e, por isso, apresentam maior relevancia para a rede neural. Na Tabela 3 foram
elencadas aquelas variaveis que apresentaram mais de 1 ocorréncia durante os testes. Essas 11

variaveis restantes foram separadas e utilizadas na etapa seguinte.



Tabela 3 — Levantamento das variaveis selecionadas pelo algoritmo de poda em cada teste
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Fonte: Producdo do proprio autor.

4.3 Treinamento para as variaveis selecionadas pela fase anterior

De posse das 11 varidveis de entrada e da varidvel de saida, foram tratados os outliers de forma

que as correlagdes e tendéncias no conjunto dos dados sejam mais facilmente detectadas pela

rede neural. Na Figura 11, observa-se a variavel de saida, o BTP, antes e apds o tratamento dos

valores considerados outliers.

Figura 11 — Variavel de saida antes e apos tratamento de outliers
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Fonte: O proprio autor

5000

6000

TOO00



30

Além disso, tanto para as variaveis exodgenas quanto para o BTP foram inseridas amostras entre
cada par de amostras do sinal original apds a aplicagdo da interpolagdo de Hermite

seccionalmente cubica. Isso foi feito com o intuito de suavizar o sinal e possibilitar melhor

aprendizado a rede neural.

Nos treinamentos realizados foram variados os seguintes parametros a fim de verificar a
consisténcia do modelo da rede neural: quantidade de amostras adicionadas na interpolacao,

niamero de neurdnios na camada oculta e nimero de atrasos, além de quais varidveis seriam

utilizadas.

Empregando as 11 varidveis apresentadas na Tabela 3, foi feito um treinamento com modelo
NARX, interpolagdo de 7 amostras, 3000 amostras iniciais, 30 neurénios na camada oculta e
21 atrasos (correspondendo, portanto, a 3 amostras reais, tendo em vista que as outras eram
provenientes da interpolagdo). O resultado da predicdo do BTP utilizando a rede neural treinada
com tais caracteristicas ¢ apresentada na Figura 12, na Figura 13, a regressao e na Figura 14, a

autocorrelacao do erro referentes a estre treinamento.

Figura 12 — Previsdo do BTP com modelo NARX, 11 variaveis e horizonte de previsdo de 1h
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Fonte: O proprio autor.
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Figura 13 — Regressdo para treinamento com modelo NARX, 11 variaveis e horizonte de previsdo de 1h
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Fonte: O proprio autor.

Figura 14 — Autocorrelagdo do erro para treinamento com modelo NARX, 11 variaveis e horizonte de previsdo
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Fonte: O proprio autor.
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As Figuras 12 a 14 mostram que o modelo provém um bom resultado, devido ao valor da
regressdo bastante proximo de 1 e a autocorrelagdo do erro dentro do intervalo de confianga
para alguns /ags. A fim de verificar, foram feitos testes com base nas 20 horas anteriores e
horizontes de previsdo igual a 1h e a 2h, cujos resultados sdo apresentados na Tabela 4. O erro

médio quadratico apresentado nesses testes foi de 5,06%.

Tabela 4 — Caracteristicas dos testes da rede NARX com 11 varidveis exdgenas

Erro Absoluto [%]

N° do teste
Horizonte de previsdo de 1h Horizonte de previsao de 2h
1 0,81 0,17
2 0,06 0,39
3 4,55 3,75
4 -0,49 -0,06
5 -0,82 2,78
6 0,31 2,49
7 2,42 2,38
8 2,65 4,21
9 2,80 4,99
10 0,51 0,74
11 -3,34 -4,29
12 0,51 -1,21
13 0,92 1,58
14 -3,63 -3,39
15 1,25 -0,39
16 -0,93 1,12
17 -1,05 -1,20
18 3,77 2,64
19 3,07 5,96
20 -2,31 1,09

Fonte: O proprio autor.
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O erro quadratico para horizonte de previsdo de 1h foi de 5,06%, enquanto para 2h foi de

218,46%. Isso demonstra a dificuldade para generalizacdo do modelo, visto que eram utilizadas

amostras diferentes a cada teste.

A fim de empregar menor quantidade de varidveis exodgenas e possivelmente melhorar a
generalizacdo, foi testado novo modelo NARX, desta vez com as 4 mais recorrentes: as
variaveis 13, 15, 10 e 11, que corresponderam a mais de 54% das ocorréncias, conforme Tabela
3. Esse modelo contou com 10 amostras, 30 neurdnios na camada oculta e 30 atrasos. O
resultado da predi¢do do BTP utilizando a rede neural treinada com tais caracteristicas e com
5000 amostras iniciais apresenta-se na Figura 15. A regressao estd representada na Figura 16 ¢

a autocorrelagdo do erro do mesmo treinamento ¢ mostrada na Figura 17.

Figura 15 — Previsdo do BTP com modelo NARX, 4 variaveis e horizonte de previsao de 1h
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Fonte: O proprio autor.
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Figura 16 — Regressdo para treinamento com modelo NARX, 4 varidveis e horizonte de previsao de 1h
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Fonte: O proprio autor.

Figura 17 — Autocorrelacdo do erro para treinamento com modelo NARX, 4 variaveis e horizonte de previsao de

1h
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Fonte: O proprio autor.

E importante analisar das Figuras 15 a 17 que, ainda que a regressio tenha apresentado bom

resultado, a autocorrelagao do erro ndo ficou dentro dos limites do intervalo de confianca para
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nenhum dos /ags apresentados. Isso demonstra que a rede neural treinada com tais pardmetros

interpolou bem os dados, mas nao foi capaz de generalizar para o horizonte de previsao de 1h,

como mostrou a Figura 12.

Um treinamento feito apenas com a série do BTP, usando uma rede NAR, que contou com
interpolacao de 7 amostras, 40 neurdnios na camada oculta e 21 amostras de atraso (ou seja, 3
amostras reais, tendo em vista que as outras eram provenientes da interpolagdo), com 3000
amostras iniciais resultou na predi¢ao mostrada na Figura 18. A regressao esta representada na

Figura 19 e autocorrelacao do erro do ¢ mostrada na Figura 20.

Figura 18 — Previsao do BTP com horizonte de previsdo de 1h com modelo NAR
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Fonte: O proprio autor.
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Figura 19 — Regressao para o treinamento NAR
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Figura 20 — Autocorrelagdo do erro para o treinamento NAR
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Pode-se observar que a auséncia

de varidveis exdgenas, caracteristica do modelo NAR,

possibilitou maior assertividade da rede neural. Ainda que com menor valor de regressdo na
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fase de teste, a autocorrelacdo do erro foi mais aceitavel, em relagdo as redes NARX, para o

mesmo horizonte de previsao.

Assim como para o modelo NARX, averiguou-se a assertividade deste modelo por meio de
testes feitos com base nas 20 horas anteriores, para horizonte de previsao igual a 1h e para
horizonte de previsdo igual a 2h, cujos resultados sdo apresentados na Tabela 5. O erro médio
quadratico para horizonte de previsao de 1h apresentado foi de 3,42%, enquanto para 2h foi de

7,87%.

Tabela 5 — Caracteristicas dos testes da rede NAR para 20 dias diferentes de previsdo com o mesmo treinamento.

Erro Absoluto [%]

N° do teste
Horizonte de previsao de 1h Horizonte de previsao de 2h
1 0,55 0,17
2 -0,24 0,39
3 3,07 3,75
4 0,85 -0,06
5 0,97 2,78
6 -0,78 2,49
7 1,57 2,38
8 2,49 4,21
9 1,67 4,99
10 -0,22 0,74
11 -3,28 -4,29
12 -0,24 -1,21
13 0,97 1,58
14 -3,76 -3,39
15 0,28 -0,39
16 0,64 1,12
17 -0,45 -1,20
18 2,95 2,64
19 2,91 5,96
20 -1,07 1,09

Fonte: Produgdo do proprio autor.
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Como esperado, a partir de inferéncias sobre as Figuras 18, 19 e 20, a rede neural artificial com
modelo NAR se mostrou mais habil em generalizar a partir das amostras apresentadas. O erro
quadratico médio manteve-se abaixo de 8% para ambos os horizontes de previsao estudados,
bem abaixo que aqueles apresentados pela rede NARX com 11 varidveis. Isso mostra que o

modelo NAR se configura como uma boa alternativa para a predicao do BTP.



39

5 CONCLUSOES E TRABALHOS FUTUROS

Anterior a aplicagdo de técnicas de analise de dados, foi feito estudo do processo de sinterizagao
e feito com os especialistas da area o levantamento das possiveis varidveis que mais
impactassem no BTP, sendo esta uma variavel de grande criticidade ao processo. Foram

estudadas também as relagdes entre essas variaveis.

Com os dados brutos coletados do sistema de supervisdo da empresa, foi feita uma analise
preliminar visual das 36 varidveis elencadas. Tendo em vista a quantidade de variaveis, ndo foi
possivel encontrar correlagdes diretas entre elas e, portanto, optou-se por ndo excluir nenhuma.
Dessa forma, a utilizacao do algoritmo de poda tornou-se necessario a fim de indicar que
variaveis possivelmente mais influenciavam o BTP. Foi proposto utilizar RNA com algoritmo
de poda a fim de selecionar as varidveis exodgenas que influenciam fortemente no resultado da

estimac¢ao do BTP.

Com os dados brutos, foram realizados 20 treinamentos com diferentes configuragdes para as
redes NARX e NOE e eles demonstraram, apds a poda, a recorréncia de 11 variaveis, tomadas
como as mais relevantes em relacao ao BTP. Essas passaram por um processo de detecgdo de
outliers e interpolacao e foram feitos novos treinamentos com as 4 ¢ com as 3 varidveis mais
frequentemente selecionada pelo algoritmo de poda em uma rede NARX, além de treinamentos
apenas com o modelo NAR. Todavia, o que se observou, foi que ndo houve uma boa correlagao
dessas variaveis exogenas da qual se pudesse concluir sua influéncia de maneira significante na
previsao do BTP considerando o modelo de RNA utilizado. A rede NAR mostrou que apenas

a série do BTP foi suficiente para obter-se previsao com baixo valor de erro.

Trabalhos futuros podem acrescentar analises mais profundas sobre as séries exogenas de
dados, com objetivo de melhorar a deteccao das relagdes entre essas variaveis e o BTP. Tendo
em vista que o controle do BTP ¢ uma importante medida para o processo de sinterizagdo, pode-
se considerar que um modelo que possibilite um horizonte de previsdo de 1h ¢ adequado ao
processo € pode possibilitar maior assertividade do BTP e consequente maior qualidade da

produtividade e reducdo de custos minimizando desperdicios.
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