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RESUMO 

Com  o  crescimento  do  fluxo  de  veículos  nos  centros  urbanos,  torna-se  cada  vez  mais 

necessário realizar o monitoramento de veículos e pedestres, visando o levantamento de dados 

e estatísticas. Dado esse contexto, este trabalho tem por objetivo a criação de um sistema que 

realiza  a  detecção  e  o  rastreamento  de  veículos,  ciclistas  e  pedestres  em  tempo  real  em 

imagens de uma câmera 360º através de técnicas de Aprendizado Profundo aplicadas a uma 

Rede Neural Convolucional (CNN). Para tal solução foi utilizado o YOLOv5 treinado com a 

base pública MS COCO, o qual é um método de detecção de objetos que realiza de forma 

rápida e eficiente essa tarefa, combinado com o DeepSORT, que é um modelo de 

Aprendizado de Máquina para rastreamento de objetos que usa filtro de Kalman.  A solução 

proposta neste trabalho funciona em tempo real com latência inferior a 300 ms. Através do 

seu emprego obteve-se uma precisão do sistema de 43,58%. 

 

Palavras-chave: Detecção de objetos. Visão Computacional. Aprendizado Profundo 

  



ABSTRACT 

With the growth of the traffic in urban centers, the need to monitor vehicles and pedestrians, 

aiming at collecting data and statistics. Given this context, this work aims to create a system 

that performs the detection and tracking of vehicles, cyclists and pedestrians in real time in 

images taken from a 360º camera through Deep Learning techniques applied to a 

Convolutional  Neural  Network  (CNN).  For  such  a  solution,  YOLOv5  was  trained  with  the 

MS COCO public  dataset, which is an object detection method that quickly and efficiently 

performs  this  task,  combined  with  DeepSORT,  which  is  a  Machine  Learning  model  for 

tracking objects using Kalman filter. The solution proposed in this work runs in real-time with 

a latency lower than 300 ms. Through its use, a system precision of 43,58% was obtained. 

 

Keywords: Object detection. Computer Vision. Deep Learning. 
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1 INTRODUÇÃO 

Nos  anos  recentes,  a  implementação  de  câmeras  em  ambientes  urbanos  vêm  sendo  uma 

oportunidade para o desenvolvimento de novas soluções que superam os desafios na 

mobilidade  urbana  e  sistemas  de  transporte  (KHOSHELHAM,  2021).  Como  a  principal 

tecnologia para gerenciamento moderno de trânsito, a detecção de veículos é a base para a 

realização  de  funções  importantes,  tal  como  a  medição  e  estatísticas  de  trânsito,  fluxo  e 

densidade  de  tráfico,  localização  e  rastreamento  de  veículos  para  controle  de  ambientes 

restritos entre outros (LU et al, 2018). 

 

De  acordo  com  Venables  (2019,  tradução  nossa)  “a  visão  computacional  é  um  campo  da 

inteligência  artificial  que  treina  computadores  para  interpretar  e  entender  o  mundo  visual.” 

Esta possui grande importância na área de sistemas de segurança e vigilância. As imagens de 

câmeras são utilizadas nas diversas aplicações de visão computacional, seja com identificação 

facial, detecção de objetos e anomalias (NOGUEIRA, 2018).  

 

Segundo Khoshelham (2021), a detecção de objetos é a combinação das tarefas de localizar e 

classificar um ou mais objetos. Algumas abordagens de detecção de objetos são baseadas em 

Region  Proposal  Network  -  RPN  (em  português,  Redes  de  Propostas  Regional)  incluindo 

Faster  Region  based  Convolution  Network,  Faster-RCNN,  em  português  Rápida  Região 

baseada em Rede Neural Convolucional (REN et al., 2015) e Mask RCNN (HE et al., 2017), 

Single Shot Multibox Detector, SSD, em português Detector Múltiplo de Disparo Único (LIU 

et al., 2016) e regressão utilizando bouding boxes (em português, caixas delimitadoras) com 

diferentes versões do You Only Look Once, YOLO (REDMON et al., 2016).    

 

Este  trabalho  propõe  o  desenvolvimento  de  um  sistema  capaz  de  localizar,  classificar  e 

rastrear objetos em tempo real voltado para a temática de mobilidade urbana utilizando como 

dispositivo de aquisição de informações uma câmera com ângulo de 360°. Mais 

especificamente um modelo que combine o detector de objetos YOLOv5 e DeepSORT, tendo 

a Ricoh Theta V como câmera 360º. 
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2 JUSTIFICATIVA 

As  técnicas  de  visão  computacional  utilizam  câmeras  para  analisar  e  extrair  informações 

visuais  de  cenas  do  mundo  real  podendo  ser  usadas  em  diversas  aplicações,  como,  por 

exemplo, detecção de objetos, reconhecimento facial, monitoramento de tráfego, detecção de 

acidentes, interpretação da movimentação de pedestres, auxílio a pessoas com necessidades 

especiais, segurança pública, iluminação inteligente baseada no rastreamento de pedestres ou 

ciclistas,  contagem  de  veículos,  indicação  de  vagas  disponíveis  em  vias  públicas  e  até 

controle de veículos autônomos.  

 

O  campo  de  pesquisa  da  detecção  de  objetos  tem  se  destacado  nos  recentes  anos  com  o 

desenvolvimento do aprendizado profundo (do inglês,  deep learning) com ferramentas mais 

rápidas  e  poderosas  que  resolveram  os  problemas  existentes  nas  tradicionais  arquiteturas 

(ZHAO et al., 2019). A temática de mobilidade urbana, mais especificamente a localização e 

classificação de veículos, ciclistas e pedestres tem crescido devido ao progresso de 

importantes aplicações da visão computacional: cidades inteligentes (MONTEMAYOR; 

PANTRIGO; SALGADO, 2015) e carros autônomos (KHOSHELHAM, 2021).  

 

Com  o  aumento  do  número  de automóveis  trafegando  pelos  centros  urbanos,  torna-se  cada 

vez  mais  necessário  o  controle  dos  veículos  que  passam  por  determinados  lugares  e,  uma 

maneira  eficaz  de  se  empregar  tal  controle  é  a  fiscalização  de  quais  veículos  passaram  por 

determinados locais (NORVIG; RUSSEL, 2014).  

 

O  trabalho  em  questão  utilizará  uma  câmera  360º,  tornando  possível  a  realização  de  uma 

leitura  mais  completa  do espaço,  pois  o campo  de  visão  será  aumentado.  Assim, com  uma 

única ou poucas câmeras será possível monitorar uma grande área. 
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3 OBJETIVOS GERAL E ESPECÍFICOS 

3.1 Objetivo Geral 

O  objetivo  geral  deste  trabalho  é  desenvolver  um  sistema  capaz  de  detectar,  rastrear  e 

classificar objetos em tempo real nas imagens de uma câmera 360°. 

 

3.2 Objetivos Específicos 

Os objetivos específicos são: 

•  Tratar as imagens em 360º para obter imagens panorâmicas; 

•  Verificar as detecções de veículos, ciclistas e pedestres; 

•  Rastrear em tempo real os objetos detectados. 
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4 REFERENCIAL TEÓRICO 

4.1 Visão Computacional para Detecção de Objetos 

Segundo Milano e Honorato (2010), a visão computacional é a tecnologia que se concentra 

em como um computador enxerga o meio à sua volta, extraindo significativas informações a 

partir de  imagens capturadas por câmeras de vídeo, sensores e scanners, entre outros 

dispositivos. Isso permite que os computadores identifiquem, manipulem e processem objetos 

em imagens e vídeos buscando fazê-lo de maneira semelhante aos seres humanos. 
 

A seguir são apresentados algumas  das funcionalidades comuns na maioria dos sistemas de 

detecção e localização de objetos, conforme indicado por Rehem e Trindade (2009): 

•  Aquisição de imagens; 

•  Pré-processamento; 

•  Extração de característica; 

•  Detecção e segmentação; 

•  Processamento de alto nível. 

 

Aquisição  de  imagens  é  feita  a  partir  de  um  sensor  que  captura  a  imagem  e  um  elemento 

capaz de digitalizar o sinal do sensor. Dependendo do tipo do sensor, o resultado pode variar 

entre  uma  imagem  bidimensional,  uma  cena  tridimensional  ou  ainda  uma  sequência  de 

imagens.  Antes  de  um  método  de  visão  computacional  ser  aplicado  em  uma  imagem,  é 

necessário realizar o seu pré-processamento para melhorar a sua qualidade e assegurar-se de 

que  esta  satisfaz  as  condições  do  método. Em  seguida  é  feita  a  extração  de  características 

matemáticas que compõem uma imagem. 
 

A  detecção  e  a  segmentação  se  referem  ao  processo  de  dividir  a  imagem  digital  em  um 

conjunto de pixels, com o objetivo de mudar a representação de uma imagem para localização 

da região ou objeto de interesse. Por fim, é realizado o processamento de alto nível, que inclui 

a  verificação  da  satisfação  dos  dados,  a  estimativa  de  parâmetros  sobre  a  imagem  e  a 

classificação dos objetos detectados em diferentes categorias. 
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4.2 Aprendizado Profundo 

Deep Learning, ou aprendizado profundo é a mais efetiva abordagem de  Machine Learning 

(em português, aprendizado de máquina). Os métodos de deep learning tiveram um 

significativo papel no avanço e bom desempenho de uma variedade de aplicações da área da 

ciência e segurança, que incluem classificação de imagens biológicas, visão computacional, 

detecção de câncer, processamento de linguagem natural, detecção de objetos, 

reconhecimento  facial,  reconhecimento  de  escrita  à  mão,  reconhecimento  de  fala,  cidades 

inteligentes entre outros (DARGAN et al., 2020). 

 

O  aprendizado  profundo  permite  que  modelos  computacionais  de  multiprocessamento  de 

camadas aprendam e representem dados com múltiplos níveis de abstração, o que implica a 

captura  de estruturas intrínsecas  de  dados  em  larga escala.  É  uma rica  família  de  métodos, 

abrangendo redes neurais, modelos probabilísticos de hierarquia e uma variedade de 

algoritmos  de  aprendizado  supervisionados  e  não  supervisionados  (VOULODIMOS  et  al, 

2018). 

 

O aprendizado profundo impactou quase todas as facetas de visão computacional que 

dependem de machine learnig. Classificação, localização e segmentação de imagem, foram 

todas  alteradas  desde  o  último  ressurgimento  em  redes  neurais  e  deep  learning.  Não  é 

diferente na detecção de objetos (ROSEBROCK, 2017). 

 

4.3 Detecção de objetos 

Visão computacional e Deep learning podem ser aplicados na análise de um ou mais objetos 

em  uma  imagem.  A  classificação  de  uma  imagem  quanto  ao  seu  tipo  é  o  processo  mais 

simples de predição. Melhorando esse processo pode-se ter a localização exata de 

determinada característica ou objeto na imagem. Para múltiplos objetos tem-se como método 

a  detecção  de  objetos,  do  inglês  object  detection.  Existe  ainda  a  segmentação,  que  permite 

detectar  os  exatos  pixels  que  compõem  o  objeto.  A  Figura  1  exemplifica  essas  diferenças 

(SHARMA, 2019). 
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Figura 1 – Comparação entre os tipos de objetivos na visão computacional 

 

 

 

 

 
Fonte: Khan, Al-Habsi (2019).  

 

 

 

 

A detecção de objetos é o problema mais desafiador no campo da visão computacional. Seu 

objetivo é localizar diferentes objetos em uma cena através das bouding boxes (em português, 

caixas delimitadoras), ou coordenadas cartesianas, e atribuir uma classe de rótulo associado à 

bouding box (SHAFIEE et al., 2017).  

 

Foram identificados alguns trabalhos interessantes relacionados à detecção e rastreamento de 

veículos e pedestres em imagens. Mandal e outros (2020), Doshi e Yilmaz (2020) e Aboahl e 

outros  (2021)  utilizaram  o  YOLO  para  a  detecção  de  anomalias  no  trânsito.  Lu  e  outros 

(2018)  realizaram  a  detecção  de  veículos  em  imagens  aéreas  usando  o  YOLOv3.  Doan  e 

Truong  (2020)  desenvolveram  um  modelo  que  utiliza  o  YOLOv4  e  DeepSORT  para  a 

detecção e contagem em tempo real de veículos. Zhao e Chen (2019) usaram o YOLO para 

detecção em tempo real de pedestres.   

 

Diferentes métodos têm sido desenvolvidos com o objetivo de minimizar o esforço 

computacional. Alguns destes são apresentados nas seções seguintes. 

 

4.3.1 R-CNN  

Region-based Convolutional Network (R-CNN, em português, Redes Convolucionais 

Baseadas em Região) é um método que combina propostas de regiões com CNNs 

(CHOUDHURY, 2020). 

 

R-CNN  é  composto  por  três  principais  módulos.  O  módulo  principal  extrai  cerca  de  2000 

propostas  de  regiões  usando  um  algoritmo  chamado  Selective  Search  -  SS,  em  português 
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pesquisa  seletiva,  que  utiliza  cores,  texturas,  iluminação  entre  outras  características  para 

identificar  a  possível  localização  dos  objetos  e  quais  partes  de  uma  imagem  são  mais 

prováveis  de  conter  um  objeto.  O  segundo  módulo  é  uma  CNN  aplicada  em  cada  região 

resultante  da  pesquisa  seletiva.  O  módulo  final  classifica  cada  região  com  base  no  Suport 

Vector  Machine,  SVM,  em  português,  Máquina  de  Vetores  de  Suporte  (GIRSHICK  et  al., 

2014). 

 

A Figura 2 apresenta um resumo das etapas do R-CNN, onde obtém uma imagem de entrada, 

extrai  cerca  de  2.000  propostas  de  regiões  de  baixo  para  cima,  calcula  recursos  para  cada 

região proposta usando uma grande CNN e, em seguida, classifica cada região usando a classe 

SVMs. 

 
     Figura 2 – Arquitetura da R-CNN 

 
       Fonte: Girshick et al. (2014). 
 

É  necessário  um  grande  investimento  de  tempo  para  treinar  a  rede  para  a  classificação  de 

2.000 regiões propostas por imagem.  Por levar cerca de 47 segundos para cada imagem de 

teste, tal método não pode ser implementado em tempo real. Por fim, não ocorre aprendizado 

na  fase  da  pesquisa  seletiva,  o  que  pode  gerar  terríveis  candidatos  às  regiões  propostas 

(GANDHI, 2018). 

 

Apesar  da  fase  de  treinamento  e  teste  serem  lentas,  R-CNN  foi  um  método  essencial  para 

pavimentar o caminho para o desenvolvimento de importantes métodos melhorados. 
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4.3.2 Fast R-CNN 

Fast R-CNN, em português, Rápida Rede Convolucional Baseada em Região, foi 

desenvolvida  com  a  intenção  de  diminuir  significantemente  o  tempo  de  treinamento  em 

comparação com a R-CNN, rodando a rede neural uma vez em toda a imagem (GIRSHICK, 

2015). 

 

A Figura 3 apresenta a arquitetura da Fast R-CNN, na qual uma imagem de entrada e várias 

Region  of  Interest  (RoI,  em  português  Região  de  Interesse)  são  inseridas  em  uma  rede 

convolucional. Cada RoI é agrupado em um mapa de recursos de tamanho fixo e, em seguida, 

mapeado  para  um  vetor  de  recursos  por  camadas  totalmente  conectadas.  A  rede  tem  dois 

vetores de saída por RoI: probabilidades softmax e deslocamentos de regressão de bounding 

boxes que são a classe e a posição do objeto, respectivamente. Isso torna o Fast R-CNN mais 

preciso do que o R-CNN original. A arquitetura é treinada de ponta a ponta com uma perda de 

multitarefa (GIRSHICK, 2015). 

 
     Figura 3 – Arquitetura da Fast R-CNN 

 
        Fonte: Girshick (2015).  
 

4.3.3 Faster R-CNN 

Ambos  os  algoritmos  acima  (R-CNN  e  Fast  R-CNN)  usam  SS  para  descobrir  as  regiões 

propostas,  que  é  um  processo  lento  e  demorado,  afetando  o  desempenho  da  rede.  Por  isso, 

Ren e outros (2017) propuseram um algoritmo de detecção de objetos que elimina o algoritmo 

de pesquisa seletiva e permite que a rede conheça as regiões propostas. 
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Ele  consiste  em  dois  módulos:  uma  CNN  chamada  Region  Proposal  Network  (RPN,  em 

português,  Rede  de  Propostas  de  Região),  e  o  detector  Fast  R-CNN.  Os  dois  módulos  são 

mesclados em uma única rede e treinados de ponta a ponta. Usar o RPN não apenas reduz o 

tempo de proposta de região de 2s para 10ms por imagem, mas também permite que o estágio 

de proposta de região compartilhe camadas com os estágios de detecção seguintes, causando 

uma melhoria geral na representação de recursos (REN et al., 2017). 

 

4.3.4 YOLO 

Em 2016 foi apresentado a You Only Look Once (em português, Você Só Olha Uma Vez), 

comumente chamada de YOLO, um sistema que se destaca na detecção de objetos pela sua 

velocidade na detecção em tempo real que mitigou os problemas de complexidade 

computacional associados a R-CNN (SHAFIEE et al., 2017).  

 

De acordo com Nogueira (2018) a YOLO divide a imagem em uma grade de S x S onde, para 

cada célula da grade, é predito apenas um objeto e uma quantidade limitada de bouding boxes 

(B), tendo cada uma um vetor de confiança em cada classe (C) de objetos a ser detectado. Um 

dos principais conceitos da YOLO é construir uma rede para reduzir o volume de entrada de 

acordo com a Equação (1). S × S × (B ∗ 5 + C) (1) 
 

Como pode ser visto na Figura 4, o YOLO redimensiona a imagem de entrada, executa uma 

única  rede  convolucional  na  imagem  e  limita  as  detecções  resultantes  pela  confiança  do 

modelo. Esse modelo tem vários benefícios em relação aos métodos tradicionais de detecção 

de objetos. Processar imagens com YOLO é simples e direto (REDMON et al., 2016). 

 
    Figura 4 - Sistema de detecção da YOLO 

 
     Fonte: Redmon et al. (2016).  
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Cada  bouding  box  consiste  em  5  predições:  x,  y,  w,  h  e  confiança.  As  coordenadas  (x,y) 

representam o centro da caixa relativa à delimitação da célula. A largura e altura da imagem 

são  expressas  pelo  w,  h  (do  inglês,  width  e  height)  e  a  confiança  na  predição  se  refere  a 

interseção sobre união (do inglês, Intersection Over Union – IoU) entre a caixa de predição e 

a área da verdadeira caixa (REDMON et al., 2016). 

 

Como  são  definidas  diversas  caixas  por  células,  é  necessário  aplicar  o  processo  de  Non-

maximal  Suppression  (em  português,  Supressão  do  Não  Máximo)  que  ordena  as  predições 

com  base  em  suas  notas  de  confiança  e  começa  com  as  primeiras  detecções  de  maior 

confiança,  ignorando  as  detecções  que  possuem  sobreposição  maior  que  50%  na  mesma 

classe.  Assim  os  objetos  não  são  detectados  mais  de  uma  vez  com  várias  bounding  boxes, 

como exemplificado na Figura 5 (REDMON et al., 2016). 

 
        Figura 5 – Estrutura da YOLO 

 
       Fonte: Redmon et al. (2016).  

 

Pelo seu desempenho em sistemas de tempo real e rapidez na  detecção, neste trabalho será 

utilizada  a  YOLOv5  que é  treinada  com  a  base  de  imagens  do  MS  COCO  sendo  capaz  de 

detectar  e  classificar  80  classes  distintas.  É  constituído  por  três  componentes  (LIU  et  al, 

2021): 
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•  Backbone: para extrair características semânticas. YOLOv5 mantêm a estrutura parcial 

da versão anterior, CSPDarknet53, e aprende da estrutura de rede do CSPNet. 

•  Neck:  para  fundir  características  multiníveis.  YOLOv5  usa  a  estrutura  FPN-PAN,  a 

estrutura CSP2 desenvolvida pela CSPNet, e PANet.  

•  Head: para a localização das bouding boxes e classificação dos objetos.   

 

4.4 Rastreamento em Tempo Real 

Simple Online and Realtime Tracking (SORT, em português Rastreamento Simples Online e 

em Tempo Real) é um método que implementa o filtro de Kalman e vincula dados frame a 

frame, usando o algoritmo húngaro para calcular o valor do grau de sobreposição do  frame. 

Entretanto, SORT é menos efetivo em objetos que ficam ocultos por um momento. Para sanar 

essa limitação, foi proposto o DeepSORT (DOAN; TRUONG, 2020).  

 

O  filtro  de  Kalman  desempenha  um  papel  importante  no  DeepSORT.  Ele  usa  detecções 

disponíveis e as previsões anteriores para chegar a uma estimativa melhor sobre o estado atual 

do  objeto.  Para  cada  detecção  cria-se  um  rastreador  que  contém  todas  as  informações  de 

estado necessárias. Ele também possui um parâmetro que exclui as detecções bem-sucedidas 

realizadas há muito tempo, pois esses objetos teriam deixado a cena (MAIYA, 2019). 

 

Os autores do DeepSORT decidiram usar a distância Mahalanobis para incorporar as 

incertezas do filtro de Kalman e o algoritmo húngaro para resolver o problema de 

rastreamentos perdidos (WOJKE; BEWLEY; PAULUS, 2017). 

 

O DeepSORT utiliza Matching Cascade que é dedicado a resolver os problemas de oclusão 

do objeto por um longo período. Contra intuitivamente, quando dois rastreamentos competem 

pela  mesma  detecção,  a  distância  de  Mahalanobis  favorece  maior  incerteza,  porque  reduz 

efetivamente  a  distância  em  desvios  padrões  de  qualquer  detecção  em  relação  à  média  da 

trajetória projetada. Por isso, apresentou-se o Matching Cascade onde é priorizada a bouding 

box com o tempo de desaparecimento mais curto (WOJKE; BEWLEY; PAULUS, 2017).  

 

Na  Figura  6  está  descrito  o  algoritmo  de  correspondência.  Como  entrada,  é  fornecido  o 

conjunto de índices de track (Т) e detecção (D), bem como a idade máxima (A max). Nas linhas 
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1 e 2 calcula-se a matriz de custo de associação e a matriz de associações admissíveis. Em 

seguida, itera-se sobre a idade da track n. Na linha 6 seleciona-se o subconjunto de tracks (T n) 

que não foram associadas a uma detecção nos últimos n frames. Nas linhas 8 e 9 atualiza-se o 

conjunto de detecções e detecções perdidas, que é retornado após a conclusão na linha 11. O 

matching cascade prioriza as tracks com menores idades, ou seja, aquelas que foram vistas 

mais recentemente. 

 
                               Figura 6 – Matching Cascade 

 
                                         Fonte: Wojke, Bewley e Paulus (2017).  
 

Na  Figura  7,  tem-se  em  t0  3  objetos  com  identificações  1,  2  e  3,  em  t1  tem-se  também  3 

objetos, mas estes não são os mesmos: 1 e 2 foram detectados novamente, mas 3 de t0 não foi 

detectado, incluiu-se também um novo objeto. Após a associação, considera-se que: o objeto 

3  é  um  objeto  de  memória,  uma  detecção  perdida,  e  será  removido  se  não  for  identificado 

novamente por alguns frames. E objeto 4 é um novo objeto. 

 
Figura 7 – Funcionamento do sistema de rastreamento 

 
                           Fonte: Think Autonomous (2019). 
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5 METODOLOGIA E ETAPAS DE DESENVOLVIMENTO 

Quanto  à  sua  natureza,  este  trabalho  se  classifica  como  uma  pesquisa  aplicada,  pois  seu 

objetivo final foi gerar uma ferramenta para a detecção e o rastreamento de objetos em tempo 

real.  Do  ponto  de  vista  dos  procedimentos  técnicos  adotados,  possui  caráter  experimental, 

onde o objeto de estudo foi a análise de imagens para realizar a detecção através de técnicas 

de Visão Computacional. Classifica-se como uma pesquisa explicativa no que diz respeito aos 

objetivos, baseando-se na análise de diferentes vídeos gerados. 

 

O  fabricante  da  câmera  Ricoh  Theta  possui  firmware  para  a  transferência  e  conversão  de 

arquivos compatíveis com os sistemas operacionais Windows e Mac. Entretanto, neste projeto 

utilizou-se  o  sistema  operacional  Linux  sendo  necessário  um  método  para  tornar possível  a 

planificação  das  imagens  em  360º.  Usou-se  a  biblioteca  libuvc  theta,  o  driver  libuvc  theta 

sample.  Junto  com  o  módulo  v4l2loopback,  para  realizar  a  transmissão  em  tempo  real  da 

imagem da câmera Ricoh Theta V com o sistema operacional Linux, através do cabo USB, e 

com a câmera no modo live permitindo visualizar as imagens já planificadas como pode ser 

visto na   Figura 8. 

 
  Figura 8 – Imagem planificada da câmera 360° 

 
  Fonte: Produção do próprio autor.  
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O  v4l2loopback  é  um  módulo  kernel  que  cria  dispositivos  V4L2  loopback,  ou  seja,  esse 

módulo permite criar “virtual video devices” (do inglês, dispositivos de vídeo virtual). Sendo 

possível  a  utilização  da câmera  como  um  dispositivo  de  vídeo  virtual,  o  passo  seguinte  foi 

compilar e instalar a biblioteca libuvc theta e o driver libuvc theta sample. O primeiro é uma 

biblioteca para dispositivos de vídeo USB, construída sobre o libusb que possibilita o controle 

de  dispositivos  de  vídeo  USB,  exportando  a  interface  USB  Video  Class  (UVC)  padrão.  O 

libucv theta, junto com o driver libuvc theta sample e o módulo v4l2loopback, permitem usar 

a Ricoh Theta V e visualizar as imagens em tempo real, com máxima resolução de 3840x1920 

pixels e latência inferior a 300 ms.  

 

Para a detecção de objetos usou-se o modelo YOLOv5s (YOLOv5 small), escolhido por ser 

menor e mais rápido. Tal modelo é pré-treinado no dataset MS COCO em 80 classes. Para 

este  trabalho  foram  selecionadas  6  classes  de  interesse,  sendo  elas:  pessoa,  carro,  moto, 

bicicleta, ônibus e caminhão. Antes do método ser aplicado, como forma de pré-

processamento da imagem foi necessário o redimensionamento do frame de 3840x1920 para 

640x320. 

 

Após a localização e classificação, os objetos detectados são enviados para que o DeepSORT 

realize  o  rastreamento  deles,  retornando  uma  bounding  box  com  a  classe,  identificação  de 

cada objeto e a confiança da detecção. Utilizou-se o DeepSORT com pesos pré-treinados, e 

apresentados no Quadro 1. 

 
                               Quadro 1 – Configuração do DeepSORT 

Maximum distance 0.2 

Maximum confidence 0.3 

NMS Maximum overlap 0.5 

Maximum IOU distance 0.7 

Maximum Age 70 

Number of Init 3 

NM Budget 100 

                               Fonte: Produção do próprio autor.   
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6 EXPERIMENTOS E RESULTADOS 

6.1 Coleta de Dados 

Para  a  validar  a  detecção  e  rastreamento  de  carros,  pessoas,  motos,  bicicletas,  ônibus  e 

caminhões foram utilizados vídeos gravados em diferentes localidades do município de Vila 

Velha,  Espírito  Santo.  Os  vídeos  foram  feitos  com  a  câmera  posicionada  em  um  tripé, 

conforme descritos no Quadro 2.  

 
        Quadro 2 – Informações sobre os vídeos 

Vídeos Endereço Duração 
1 Rua Santa Terezinha, 450, Glória, Vila Velha – ES  00:01:16 
2 Av. Jerônimo Monteiro, 18, Olaria, Vila Velha – ES 00:01:18 
3 Rua Gastão Roubach, Praia da Costa, Vila Velha – ES 00:01:29 
4 Rua Sergipe, 305, Praia da Costa, Vila Velha – ES 00:01:10 

       Fonte: Produção do próprio autor.   

 

Para a avaliar o funcionamento do sistema em tempo real foram realizados experimentos na 

casa da autora, devido à necessidade de a câmera estar conectada ao computador por meio do 

cabo USB. Na Figura 9 é mostrada a interface do sistema de detecção e rastreamento, onde 

podem ser vistas as bounding boxes com a identificação, classe do objeto e a confiança da 

detecção. 

 
   Figura 9 – Interface do sistema. 

 
Fonte: Produção do próprio autor.   
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6.2 Rotulação dos Dados 

Para garantir a confiabilidade dos resultados rotulou-se cada vídeo, frame por frame, através 

da  Computer  Vision  Annotation  Tool  (CVAT),  uma  ferramenta  de  anotação  de  imagem  e 

vídeo gratuita, de código aberto, baseada na web, usada para rotular dados para algoritmos de 

visão computacional. A Figura 10 apresenta a interface da ferramenta. 

 
    Figura 10 – Interface do CVAT 

 
    Fonte: Produção do próprio autor.   

 

Os  vídeos  foram  gravados  em  30  FPS,  dessa  forma,  para  otimizar  o trabalho  de rotulação, 

cada  vídeo  foi  amostrado  para  10  FPS  utilizando  o  FFmpeg,  um  programa  em  linha  de 

comando  composto  de  uma  coleção  de  software  livre  e  bibliotecas  de  código aberto  usado 

para converter áudio e vídeo em diferentes formatos.  

6.3 Equipamentos Utilizados 

Os  experimentos  foram  realizados  em  uma  máquina  contendo  sistema  operacional  Linux 

Ubuntu 20.04 com as seguintes especificações: 

•  Processador: Intel Core i5 8ª geração; 

•  Memória RAM: 8 GB; 

•  Placa de Vídeo: AMD Radeon 520 2GB; 
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•  Armazenamento: HD 1 TB. 

 

A câmera possui as seguintes especificações: 

•  Fabricante: Ricoh; 

•  Modelo: Theta V; 

•  Lentes: 2 lentes com campo de visão 180°; 

•  Resolução: 4K; 

•  Processador: Qualcomm’s Snapdragon 

•  Armazenamento: 19 GB; 

•  Dimensões: 45,2 mm x 130,6 mm x 22,9 mm; 

•  Peso: 121 g. 

 

6.4 Métricas 

Para que possa ser feita a compreensão e análise dos dados obtidos, é importante selecionar as 

métricas  que  serão  avaliadas.  A  precisão  está  relacionada  à  quantidade  de  dados  que  são 

realmente positivos de todos os selecionados. Já o recall diz qual a porcentagem de dados é 

realmente positiva comparado com a quantidade real dos classificados como positivos. O F1-

score une a precisão e o recall (PÁDUA, 2020). 

 

Para  uma  visualização  mais  clara  do  desempenho  da  detecção  temos  a  matriz  de  confusão. 

Cada entrada em uma matriz de confusão denota o número de previsões feitas pelo modelo 

onde classificou as classes correta ou incorretamente (MOHAJON, 2020). 

 

Os  verdadeiros  positivos  (VP)  são  as  detecções  corretamente  classificadas  como  positivas, 

falsos positivos (FP) as detecções incorretamente consideradas como positivas, falsos 

negativos (FN) as detecções que não foram feitas, mismatch error (IDSW, do inglês erro de 

compatibilidade) o número de identidades trocadas e ground truth (GT) que são as rotulações 

ou identificações reais. Além disso, o índice t representa o índice do frame. 

 

De acordo com Bernardin e Stiefelhagen (2008), Multiple Object Tracking Accuracy (MOTA) 

mede a acurácia geral do rastreador e da detecção, e é dado pela Equação (2). 
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 𝑀𝑂𝑇𝐴 = 1 −∑(𝑡 𝐹𝑁𝑡 + 𝐹𝑃𝑡 + 𝐼𝐷𝑆𝑊𝑡)∑𝐺𝑇𝑡 𝑡  (2) 

 

O valor da precisão é dado pela Equação (3). 

 𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 = 𝑉𝑃𝑉𝑃 + 𝐹𝑃 (3) 

 

O valor do recall é dado pela Equação (4). 

 𝑅𝑒𝑐𝑎𝑙𝑙 = 𝑉𝑃𝑉𝑃 + 𝐹𝑁 (4) 

 

O valor do F1-score é dado pela Equação (5). 

 𝐹1 − 𝑠𝑐𝑜𝑟𝑒 =2 × 𝑝𝑟𝑒𝑐𝑖𝑠ã𝑜  × 𝑟𝑒𝑐𝑎𝑙𝑙𝑝𝑟𝑒𝑐𝑖𝑠ã𝑜 + 𝑟𝑒𝑐𝑎𝑙𝑙  (5) 

 

6.5 Análise dos Resultados para Detecção 

Foram  analisados  os  vídeos  após  os  10s  iniciais,  pois  a  câmera  era  ajustada  nesse  tempo 

inicial. Calcularam-se as métricas para cada classe de detecção, sendo avaliado manualmente 

frame  por  frame  em  cada  vídeo.  Do  Gráfico  1  ao  Gráfico    são  mostrados  os  valores 

encontrados de precisão, recall e F1-score para cada vídeo. 

 

No  Gráfico  1  pode-se  observar  que  não  foram  detectados  ônibus  no  vídeo  1  e  por  isso  as 

métricas  não  foram  calculadas  para  essa  classe.  O  YOLO  foi  capaz  de  detectar  todas  as 

classes com ótima precisão e poucas detecções erradas uma vez que o menor valor 

apresentado  foi  da  ordem  de  92,28%  para  a  classe  carro.  Os  valores  de  recall  calculados 

demonstram que muitas detecções foram perdidas, principalmente para os objetos que 

ficavam mais distantes da lente da câmera, especificamente nesse caso, bicicletas e motos. 
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     Gráfico 1 – Precisão, recall e F1-score para o vídeo 1 

 
     Fonte: Produção do próprio autor.   

 

No Gráfico 2 tem-se para a classe ônibus 32 detecções erradas e 4 detecções erradas para a 

classe caminhão, apresentando precisão 0 em ambos os casos. Tais erros para a classe ônibus 

devem-se principalmente pela distorção da imagem quando planificada, o que fez com que o 

detector  apontasse  um  prédio  como  ônibus.  Todos  os  caminhões  detectados  foram  carros 

detectados  de  forma  errada,  o  que  ocorreu  quando  o  objeto  se  afastava  da  câmera.  Não 

ocorreram detecções perdidas por isso não se calculou o recall e F1-score para essas classes. 

O YOLO foi capaz de detectar as outras classes com boa precisão sendo o menor valor para a 

classe  pessoa  com  94,77%.  Muitas  detecções  foram  perdidas,  principalmente  para  a  classe 

carro  e  moto,  como mostrado  na  Figura 11,  por  isso  os  valores  de  recall calculados  foram 

menores que 50%, com exceção da classe pessoa.  
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Figura 11 – Moto não detectada no vídeo 2 

 
              Fonte: Produção do próprio autor.   

 
        Gráfico 2 – Precisão, recall e F1-score para o vídeo 2 

 
       Fonte: Produção do próprio autor.   

 

Para o vídeo 3, como mostrado no Gráfico 3, o YOLO apresentou uma maior dificuldade de 

localizar e classificar as classes em comparação aos outros vídeos, obtendo menor precisão e 

recall  e,  portanto,  menor  F1-score.  Isso  ocorre  principalmente  nas  classes  pessoa,  moto, 

ônibus e bicicleta. Assume-se que tal dificuldade foi causada pelo posicionamento da câmera 

em  relação  à  rua.  Não  foram  detectados  caminhões  no  vídeo  3  e  por  isso  as  métricas  não 

foram calculadas para essa classe.  
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      Gráfico 3 – Precisão, recall e F1-score para o vídeo 3 

 
      Fonte: Produção do próprio autor.   

 

Pode-se ver no Gráfico 4 que não foram detectados ônibus, caminhão e bicicleta, por isso as 

métricas não foram calculadas para essas classes. O YOLO foi capaz de detectar as classes 

carro  e  pessoa  com  ótima  precisão,  recall  e  F1-score,  o  que  leva  a  conclusão  de  que 

ocorreram poucas detecções erradas e perdidas. Houve maior dificuldade em detectar a classe 

moto, devido à distância entre o objeto e a lente da câmera, como pode ser visto na Figura 12. 

 
        Gráfico 4 – Precisão, recall e F1-score para o vídeo 4 

 
         Fonte: Produção do próprio autor.   
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Figura 12 – Motos não detectadas no vídeo 4 

 
       Fonte: Produção do próprio autor.   
 

A média de todos os vídeos, para cada métrica, por classe é apresentada no Gráfico 5 e no 

Quadro  3.  A  média  para  a  detecção  considerando  todas  as  classes  foi  72,17%  de  precisão, 

30,95% de recall e 46,74% de F1-score. 

 
  Quadro 3 – Média por classe 

Classe  Precisão Recall  F1-score 
Carro 92,82% 57,14% 69,99% 
Pessoa 96,14% 47,31% 59,25% 
Moto 76,70% 16,04% 26,09% 

Ônibus 42% 24,32% 37,72% 
Bicicleta 88,03% 20,71% 29,81% 

Caminhão 33,33% 20,71% 57,58% 
                                             Fonte: Produção do próprio autor.   
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     Gráfico 5 – Precisão, recall e F1-score para cada classe 

 
        Fonte: Produção do próprio autor.   

 

O  Quadro  4  apresenta  os  valores  das  detecções  feitas  em  comparação  com  o  ground  truth 

(objetos rotulados nos vídeos). 
 

Quadro 4 – Valores totais da detecção 

Classes  Vídeo 1  Vídeo 2 Vídeo 3 Vídeo 4 
 Real Detectado Real Detectado Real Detectado Real Detectado 

Carro 5010 3015 2540 743 5028 3163 4763 3779 
Pessoa 8690 2458 4071 2598 6216 1182 2159 1750 
Moto 113 23 59 16 798 154 664 8 

Ônibus 0 0 0 32 271 75 0 0 
Bicicleta 1060 40 47 23 838 117 0 0 

Caminhão 94 38 0 4 251 0 0 0 

Fonte: Produção do próprio autor.   

 

A Figura 13 mostra um frame onde ocorre variação na confiança da detecção de acordo com a 

distância do objeto. Para a pessoa mais próxima da lente a confiança foi de 82% e 56% para a 

mais distante da lente da câmera. No sistema em tempo real o valor do FPS foi de 3,33. 
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Figura 13 – Variação na confiança da detecção em um mesmo frame 

 
           Fonte: Produção do próprio autor.   

 

6.6 Análise dos Resultados para Detecção e Rastreamento 

Após a classe ser detectada atribui-se a ela uma identificação. Entretanto, como a câmera é 

composta por duas lentes com 180° de campo de visão em cada uma, o DeepSORT muda a 

identificação de um mesmo objeto quando ele passa de uma lente para a outra. Isso pode ser 

visto na Figura 14, onde o mesmo ônibus recebe duas identificações diferentes. 

 
    Figura 14 – Diferentes identificações de um mesmo objeto 

 
           Fonte: Produção do próprio autor.   

 

Calculou-se a matriz de confusão para cada vídeo, como pode ser visto nas Figura 15 a Figura 

21. Para a matriz de confusão do vídeo 1 observa-se que, para a classe carro 3,57% nos erros 

de detecção representam que carros foram confundidos com bicicletas, 7,14% com caminhão 
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e  3,57%  com  outro  objeto  (uma  carrocinha  nesse  caso).  Nos  objetos  classificados  como  a 

classe caminhão, metade delas foram erros, com carros confundidos com caminhões. 

 
Figura 15 – Matriz de Confusão do Vídeo 1 

 
      Fonte: Produção do próprio autor.   

 

Na  Figura  17,  onde  se  vê  a  matriz  de  confusão  do  vídeo  2,  observa-se  que,  para  a  classe 

ônibus e caminhão todas as detecções e rastreamento foram erradas. Para ônibus em 50% dos 

casos, o detector apontou que um prédio era um ônibus. Acredita-se que a razão para isso está 

associada  à  distorção  da  imagem  360°  quando  transformada  em  panorâmica,  mostrado  na 

Figura  16.  Todos  os  caminhões  detectados  foram  carros  detectados  de  forma  errada,  o  que 

ocorria principalmente quando o objeto se afastava da câmera, como na         Figura 18. 

 
Figura 16 – Detecção incorreta da classe ônibus no vídeo 2 

 
         Fonte: Produção do próprio autor.   
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Figura 17 – Matriz de Confusão do Vídeo 2 

  
  Fonte: Produção do próprio autor.   

 
        Figura 18 – Carro detectado como caminhão  

 
        Fonte: Produção do próprio autor.   

 

Para a matriz de confusão do vídeo 3, Figura 19, observa-se que, para a classe carro 36,84% 

nos erros de detecção são oriundos da confusão de carros com motos, 5,26% com bicicleta e 

5,26%  com  outros  objetos,  como  visto  na              Figura  20.  Vale  destacar  que,  66,67%  dos 

ônibus foram carros detectados e rastreados de forma errada. 

 
Figura 19 – Matriz de Confusão do Vídeo 3 

 
   Fonte: Produção do próprio autor.   
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       Figura 20 - Barraca confundida com carro 

 
       Fonte: Produção do próprio autor.   

 

Na  Figura  21,  onde  se  vê  a  matriz  de  confusão  do  vídeo  4,  50%  das  motos  detectadas  e 

rastreadas eram, na verdade, carros. 

 
 Figura 21 – Matriz de Confusão do Vídeo 4 

 
    Fonte: Produção do próprio autor.   

 

Os dados analisados pelo sistema nos vídeos podem ser vistos nos Quadro 5 ao Quadro 8, nos 

quais são calculados o MOTA, precisão, recall e F1-score em cada vídeo. Em todos os vídeos 

foram  realizadas  contagens  manuais,  verificando  a  quantidade  de  objetos  de  cada  classe 

presente, contabilizando cada nova identificação. Dessa forma, pode-se observar variações em 

cada classe em relação à quantidade real, mas vale destacar que acontecem situações em que o 

mesmo objeto recebe mais de uma identificação devido à passagem de uma lente para a outra. 

 

O MOTA é calculado nos casos em que o GT é diferente de zero e varia de valores negativos 

a 1. Se seu valor for 1 o sistema tem 100% de acurácia, se for próximo ou menor que zero, 

então  a  acurácia  do  sistema  é  baixa.  O  MOTA  médio  foi  de  -1,12426  para  a  classe  carro, 
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0,40371 para pessoa, 0,121324 para moto, -1 para ônibus, -0,525 para bicicleta e  -0,5 para 

caminhão. 

 

Para o cálculo de precisão considerou-se como falso positivo quando o mesmo objeto recebia 

mais de uma identificação. A precisão média foi de 34,72% para a classe carro, 66,33% para 

pessoa,  57,56%  para  moto,  16,67%  para  ônibus,  73,74%  para  bicicleta  e  12,50%  para 

caminhão.  Somando  todas  as  precisões  médias  e  dividindo  pelo  número  de  classes  tem-se 

uma precisão total para o sistema de 43,58%. 

 

O recall e F1-score médio foi de 98% e 48,09% para a classe carro, 83,63% e 71,73% para a 

classe pessoa, 66,67% e 56,61% para moto, 100% e 50% para ônibus, 80% e 73,53% para 

bicicleta  e  100%  e  40%  para  caminhão.  Os  altos  valores  de  recall  indicam  que  o  sistema 

perdeu poucas detecções, sendo capaz de detectar e rastrear quase todos os objetos rotulados. 

As médias finais podem ser vistas no Quadro 9.   
 

Quadro 5 – Eficácia do sistema no vídeo 1 

Vídeo 1 
Classe  Número real  Identificado pelo sistema MOTA Precisão Recall  F1-score 
Carro 28 88 -1,28571 27,27% 100% 42,86% 
Pessoa 52 57 0,884615 89,47% 100% 94,44% 
Moto 2 2 1 100% 100% 100% 

Ônibus 0 0 - - - - 
Bicicleta 5 3 -2 66,67% 100% 40% 

Caminhão 1 4 0,2 25% 40% 50% 

Fonte: Produção do próprio autor.   

 

Quadro 6 – Eficácia do sistema no vídeo 2 

Vídeo 2 
Classe  Número real  Identificado pelo sistema MOTA Precisão Recall  F1-score 
Carro 25 36 0,4 63,89% 92% 75,41% 
Pessoa 15 29 -0,33333 34,48% 90,91% 50% 
Moto 3 2 0 50% 33,33% 40% 

Ônibus 0 2 - 0% - - 
Bicicleta 1 1 1 100% 100% 100% 

Caminhão 0 1 - 0% - - 

Fonte: Produção do próprio autor. 
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Quadro 7 – Eficácia do sistema no vídeo 3 

Vídeo 3 
Classe  Número real  Identificado pelo sistema MOTA Precisão Recall  F1-score 
Carro 19 83 -2,48211 12,05% 100% 21,51% 
Pessoa 59 38 0,813559 84,21% 86,49% 85,33% 
Moto 17 43 -0,76471 30,23% 100% 46,43% 

Ônibus 1 3 -1 33,33% 100% 50% 
Bicicleta 8 11 0,375 54,55% 100% 70,59% 

Caminhão 0 0 1 - - - 

Fonte: Produção do próprio autor.   

 

Quadro 8 – Eficácia do sistema no vídeo 4 

Vídeo 4 
Classe  Número real  Identificado pelo sistema MOTA Precisão Recall  F1-score 
Carro 52 143 -0,76923 35,66% 100% 52,58% 
Pessoa 8 7 0,25 57,14% 57,14% 57,14% 
Moto 4 2 0,25 50% 33,33% 40% 

Ônibus 0 0 - - - - 
Bicicleta 0 0 - - - - 

Caminhão 0 0 - - - - 

Fonte: Produção do próprio autor.   

 
     Quadro 9 – Médias finais considerando todos os vídeos  

Classe  MOTA Precisão Recall  F1-score 
Carro -1,12426 34,72% 98,00% 48,09% 
Pessoa 0,40371 66,33% 83,63% 71,73% 
Moto 0,121324 57,56% 66,67% 56,61% 

Ônibus -1 16,67% 100,00% 50,00% 
Bicicleta -0,525 73,74% 80,00% 73,53% 

Caminhão -0,5 12,50% 100,00% 40,00% 

     Fonte: Produção do próprio autor.   

 

A Figura 22 mostra a detecção e rastreamento de 3 pessoas. Na Figura 23 pode-se observar 

uma  falha  na  detecção,  onde  ocorre  uma  oclusão  de  uma  pessoa.  Nesse  exato  frame  não  é 

possível  rastrear  esse  objeto,  mas  como  mostrado  na  Figura  24,  no  momento  seguinte,  o 

rastreador recupera a identificação do objeto. 
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              Figura 22 – Frame detectando e rastreando 

 
              Fonte: Produção do próprio autor.   

 
                Figura 23 – Frame com uma pessoa oclusa 

 
             Fonte: Produção do próprio autor.   

 
               Figura 24 – Rastreador recuperando a identificação do objeto que estava ocluso 

 
            Fonte: Produção do próprio autor.   
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7 CONCLUSÕES  

Neste  trabalho  foi  apresentado  um  sistema  em  tempo  real  para  detecção  e  rastreamento  de 

objetos para mobilidade urbana nas imagens de uma câmera 360°, com latência de 

aproximadamente 300 ms e 3,33 FPS para o hardware utilizado. 

 

Utilizou-se como metodologia para a aquisição de imagens a biblioteca libuvc theta, o driver 

libuvc  theta  sample  e  o  módulo  v4l2loopback.  O  YOLOv5  foi  usado  para  realizar  as 

detecções das classes pessoa, carro, moto, bicicleta, ônibus e caminhão além do DeepSORT 

para o rastreamento dos objetos.  

 

A técnica foi avaliada através de métricas e constatou-se que a precisão média para a detecção 

considerando todas as classes foi 72,17%. Dessa forma, comprovou-se que é possível utilizar 

uma  câmera  de  360°,  de  maneira  que  o  campo  de  visão  foi  aumentado  e  a  ferramenta  foi 

capaz de realizar a detecção.  

 

O  MOTA  médio  foi  de  -1,12426  para  a  classe  carro,  0,40371  para  pessoa,  0,121324  para 

moto,  -1  para  ônibus,  -0,525  para  bicicleta  e  -0,5  para  caminhão.  Pelos  valores  de  MOTA 

encontrados,  tem-se  que  o  sistema  tem  baixa  acurácia  de  rastreamento.  Acredita-se  que  a 

razão  para  isso  está  associada  principalmente  à  troca  de  identificação  que  o  objeto  sofre 

quando passa de uma lente para a outra. Sugere-se como trabalho futuro uma forma de manter 

a identificação independente do deslocamento do objeto. Entretanto, como ponto positivo, o 

sistema foi capaz de rastrear objetos que anteriormente estavam oclusos, mesmo considerando 

a distorção das imagens planificadas.  

 

Considerando a detecção e o rastreamento a precisão média foi de 34,72% para a classe carro, 

66,33% para pessoa, 57,56% para moto, 16,67% para ônibus, 73,74% para bicicleta e 12,50% 

para  a  classe  caminhão.  Somando  todas  as  precisões  médias  e  dividindo  pelo  número  de 

classes tem-se uma precisão total para o sistema de 43,58%.  

 

Acredita-se que o sistema apresentaria resultados melhores se os vídeos usados para os testes 

fossem feitos em um mesmo local e com maior duração. Sugere-se como trabalho futuro a 

realização de um treinamento do YOLO com imagens 360° panorâmicas ou parte do vídeo, 
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para que o detector consiga localizar e classificar com maior precisão os objetos de interesse. 

Importante  ressaltar  que,  no  caso  de  se  utilizar  um  vídeo  para  treinamento  e  teste,  a  parte 

usada  para  treinamento  deverá  ser  diferente  da  parte  utilizada  para  teste.  Isto  garante  uma 

análise de desempenho válida, uma vez que a rede não será exposta a nenhuma informação 

visual na etapa de treinamento que esteja presente na etapa de teste. 

 

Neste  trabalho  utilizou-se  o  YOLO  e  DeepSORT  pré-treinados.  Como  trabalho  futuro, 

sugere-se ainda a alteração dos hiperparâmetros da rede e o teste de outros rastreadores, como 

por exemplo, o FairMOT (ZHANG et al., 2021).  
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