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RESUMO

Dado que a Agéncia Nacional de Telecomunicacbes (ANATEL) tem, dentre suas
atribuicoes, fiscalizar o espectro de frequéncias licenciadas, este trabalho mostra a
possibilidade de automatizar o processo de fiscalizacdo do espectro de radiodifusao
FM da cidade de Vitoria-ES a fim de otimizar o servi¢o, tornando-o mais rapido e
eficaz. Para tal feito, amostras de frequéncia entre 87,4 a 108 MHz, contendo suas
respectivas poténcias, foram obtidas por meio da leitura de um aparelho chamado
RFeye, o qual pertence a citada Agéncia. Os dados obtidos da ANATEL passaram por
um pré-processamento de sinal, e duas técnicas de aprendizado de maquina,
chamadas k-vizinhos mais proximos (KNN, do inglés k nearest neighborg ) e maquina
de vetores de suporte (SVM, do inglés support vector machine ), foram avaliadas para
a identificacdo de portadoras consideradas “muito ruidosas”. Para validagdo das
técnicas, foram utilizadas métricas para verificacdo do sucesso de cada algoritmo e
analise de tempo de processamento. Os resultados experimentais indicaram que o
algoritmo SVM com kernel polinomial é o mais apropriado para a tarefa. Portanto, uma
interface foi criada usando este algoritmo, ndo s6 possibilitando o usuario fazer a
analise automéatica de portadoras muito ruidosas, como também automatizando o
processo de identificacdo de radios licenciadas e detec¢do da variacdo de poténcia

de cada portadora.

Palavras-chave: ANATEL. FM. Aprendizado de Maquinas. kNN. SVM.



ABSTRACT

Given that the National Telecommunications Agency (ANATEL) has among its duties
to supervise the licensed frequency spectrum, this work shows the possibility of
automating the process of supervising the FM broadcasting spectrum of Vitoria-ES in
order to optimize the service, making it faster and more effective. For this purpose,
frequency samples between 87.4 a 108 MHz , containing their respective powers, were
obtained by reading a device called RFeye, which belongs to the Agency. The data
obtained from ANATEL went through a signal pre-processing, and two Machine
Learning techniques, called k nearest neighbors (KNN) and support vector machine
(SVM), were evaluated for the identification of carriers considered "very noisy". For
validation of the techniques, metrics were used to verify the success of each algorithm
and processing time analysis. The experimental results indicated that the SVM
algorithm with polynomial kernel is the most appropriate for the task. Therefore, an
interface was created using this algorithm, not only enabling the user to perform
automatic analysis of very noisy carriers, but also automating the process of identifying

licensed radios and detecting the power variation of each carrier.

Keywords: ANATEL. FM. Machine Learning. KNN. SVM.
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1 INTRODUCAO

Na ultima década do século XX foi aprovado, no Brasil, o fim do monopdlio estatal da
operacgéo de servicos de telecomunicacdes. Neste contexto, a Agéncia Nacional de
TelecomunicagOes (ANATEL) foi criada pela Lei 9.472 de 16 de julho de 1997,
conhecida por Lei Geral das Telecomunicacdes (LGT), a fim de regularizar tais

servicos.

Uma das atribuicbes da Agéncia € fiscalizar as faixas de espectro de frequéncia
licenciadas. Dentre essas, pode-se destacar a frequéncia modulada (FM), como fica
claro na Resolucdo n® 67, de 12 de novembro de 1998, a qual se refere ao
Regulamento Técnico para Emissoras de Radiodifusdo Sonora em Frequéncia
Modulada. De acordo com a Consulta Publica n° 6, de 08 de marco de 2018, tem-se

que

As funcbes de monitoramento e fiscalizacdo do espectro séo atribuicdes
tipicas de Estado e visam a garantir a convivéncia harmonica e a correta
utilizagdo do recurso por seus usuarios, combater o uso irregular e néo
autorizado do espectro, atuar na investigacdo de casos de interferéncias e
prover suporte as atividades de planejamento do espectro. (AGENCIA
NACIONAL DE TELECOMUNICACOES, 2018a, p. 5).

Porém, até 2017, a fiscalizacdo do espectro ocorria apenas a partir de dentncia. Em
2018 foi iniciado o Plano de Monitoragédo do Espectro utilizado por Aplica¢gdes Criticas
(PMEC), visando a gestdo do espectro de modo preventivo, no que diz respeito as
radiofrequéncias consideradas criticas, abrangendo também a faixa de radiodifusdo

sonora em FM.

A gestao espectral se da através de analise de dados. Atualmente, tal verificacdo é
feita de forma visual, na qual o olho humano identifica possiveis problemas em
portadoras identificadas. Neste panorama, a inteligéncia artificial (IA) pode se mostrar
como uma solucéo para melhorar a precisdo da analise de dados, além de ser um

artificio capaz de otimizar o tempo de servi¢co de tal demanda.

“Técnicas de Inteligéncia Artificial, em particular de Aprendizado de Maquinas, tém
sido utilizadas com sucesso em grande numero de problemas reais” (FACELI et al.,

2017). O aprendizado de maquina (AM) é uma area em desenvolvimento da ciéncia
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da computacédo. Ela é focada em criar modelos analiticos automatizados capazes de
realizar previsdes a partir de banco de dados disponiveis (ANY CONSULTING, 2018).

Assim, o0 projeto aqui apresentado caracteriza-se como do tipo aplicado, tratando-se
de um estudo explicativo, no qual se utiliza o método experimental para possibilitar a
manipulacéo e o controle de variaveis. No caso deste projeto, as amostras espectrais
serdo manipuladas e as técnicas de aprendizado de maquina serdo aplicadas. Como
alguns algoritmos serdo testados, a pesquisa € classificada como quantitativa,
objetivando obter resultados satisfatérios e evitar contradicdes no processo de
analise. Sob ponto de vista dos procedimentos técnicos a serem seguidos, tem-se que

0 projeto é uma pesquisa experimental.

1.1 Justificativa

De acordo com o Relatério Anual, disponibilizado para a comunidade, existem

algumas realizacdes da ANATEL.

No exercicio de 2018, a Agéncia executou o primeiro piloto do Plano de
Monitoragdo do Espectro utilizado por aplicagbes Criticas (PMEC). O plano
teve como objetivo monitorar periodicamente as principais faixas de
frequéncias utilizadas para comunicac¢des de socorro e seguranga, controle
de trafego aéreo e maritimo e faixas de uso proibido, conforme
regulamentacdo e referéncias internacionais aplicaveis, e outras faixas de
interesse, como as destinadas ao servico de radiodifusdo. O objetivo do Plano
¢ identificar preventivamente possiveis interferéncias prejudiciais, bem como
estacdes que estejam fazendo uso irregular ou ndo autorizado do espectro,
com potencial de causar interferéncias prejudiciais em tais faixas (AGENCIA
NACIONAL DE TELECOMUNICACOES, 2018c, p. 61).

Com um plano de medida preventiva designado, ocorre uma coleta e andlise de dados
por parte dos agentes de fiscalizacdo da ANATEL. A anélise desses dados é feita de
maneira manual nas Agéncias do Brasil, na qual o fiscal, apos coletar os dados e
processa-los em um programa para obter a imagem do espectro, tem que visualmente
identificar se tem alguma portadora com comportamento anormal, 0 que torna uma
tarefa que demanda muito tempo e por muitas vezes imprecisa. Este fato foi relatado

pelos fiscais da ANATEL e constatado pela autora deste projeto, durante um estagio
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realizado na unidade operacional da ANATEL no estado do Espirito Santo, também
definida como UO021.

Dada a sequéncia de fatos e visto que a UO021, localizada em Vitoria-ES, possui um
histérico com dados coletados da faixa de frequéncia de FM, tendo comportamentos
normais e anormais do espectro, este trabalho pretende aplicar técnicas de
aprendizado de maquina como uma possibilidade de solucdo de deteccdo de
anomalias na faixa de espectro definida. Isto é justificavel, pois os comportamentos
anormais, apesar de semelhantes, ndo séo iguais, o que dificulta a aplicacdo de
critérios simples para a deteccao. Além disso, técnicas de aprendizado de maquina
tém a habilidade de encontrar padrdes nos dados, que nem sempre sao faceis de
serem identificados por humanos, e conseguir generalizar o aprendizado, o0 que

permite realizar tarefas de forma assertiva.

1.2 Objetivos

7

O objetivo geral do projeto é avaliar a aplicacdo de técnicas de aprendizado de
maquina na deteccdo de anomalias das portadoras de emissoras de Radiodifusao
Sonora, em FM, na faixa de frequéncia de 87,4 a 108 MHz da cidade de Vitéria-ES.

Dentre os objetivos especificos, tém-se:

e |dentificar na literatura técnicas de aprendizado de maquina Uteis para a tarefa
a ser desenvolvida;

e Averiguar e definir técnicas de pré-processamento de sinais a fim de otimizar
os resultados esperados para o problema proposto;

e Definir e implementar em uma interface a técnica que tenha um desempenho
satisfatério diante do contexto explorado;

e Desenvolver uma metodologia capaz de gerar dados de facil interpretacéo para

o usuario final.



15

1.3 Organizagéo do Trabalho

Este trabalho possui a seguinte organizacdo. Na secdo 2 é apresentada a
fundamentacdo tedrica. Na secdo 3 é descrita a metodologia desenvolvida. Os
experimentos e resultados sdo detalhados na secédo 4 e, por fim, as conclusées séo

delineadas na secéo 5.
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2 FUNDAMENTACAO TEORICA

2.1 Radiodifusé@o Sonora em Frequéncia Modulada

A radiodifusdo € a transmissdo de ondas de radiofrequéncia moduladas que se
propagam através do espaco (ROMAIS, 1994). Este tOpico tem por objetivo abordar
alguns conceitos da modulacdo FM, a fim de entender os dados coletados e tratados

no projeto e mostrar como tal faixa é fiscalizada no Brasil.

2.1.1 Conceitos da Modulacao de Frequéncia

Conhecida pela sigla FM (do inglés frequency modulation), a modulacao de frequéncia
€ o sistema de modulacdo angular no qual a frequéncia instantanea é diretamente

proporcional ao sinal modulador (CARVALHO, 2008, p. 128), conforme a equagéo (1).

fi(t) = fo + K. x(t) (1)

Na qual f, é afrequéncia da portadora ndo modulada, K a constante de modulagéo
de frequéncia e x(t) € a parcela referente ao sinal modulador. Para as analises,
Carvalho (2008) considera o sinal modulador como senoidal. Isto pode ser visto na
equacéo (2), onde 4,, € a amplitude da portadora e f,,, a frequéncia do sinal, ambos

em funcdo do tempo (t).

x(t) = Ap(8). cos(2m. fi, (1)) 2)

Logo, substituindo (2) em (1), encontra-se (3).

fi(t) = fo + Kp. A (t). cos(2m. £, (1)) 3)
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Como x(t) é uma funcao de cosseno, logo, os valores maximos e minimos da equacao
(2) séo A,, e —A,,, respectivamente. Assim, tem-se que o desvio de frequéncia (Af),

neste caso, em relagéo a frequéncia ndo modulada f, é dado conforme a equacgéo (4).

Af = Kp. Ay 4)

Com o desvio de frequéncia pode-se definir o indice de modulacdo angular () para

FM, conforme exposto em Carvalho (2008), e apresentado na equacéo (5).

_ Y

p=z (5)

A compreenséo do indice 8, dado em radianos, serve para entender os tipos de faixas
em FM. Carvalho (2008, p. 130) afirma que “o sinal modulado é uma fungao periédica
no tempo, seu espectro é discreto e depende do indice de modulacdo angular para se
distinguir em duas situagdes”, sendo esse sistema de faixa estreita (para B muito
menor que 1 radiano) ou de faixa larga (para B maior que 1 radiano). Ainda sobre a

divisdo dos sistemas tem-se que

A largura de faixa adequada para utilizacdo no sistema de FM depende de sua
aplicagdo. Com um grande desvio, o ruido serd melhor suprimido como outras
interferéncias, mas cuidados devem ser tomados para assegurar que o impulso
de ruido em seus picos nao torne excessivos. (RODRIGUES, 2004, p. 41)

No caso deste projeto de graduacdo, o objeto de estudo sera um sistema de faixa
larga. Para entender melhor o calculo da largura de banda de frequéncia de cada

faixa, tem-se que

Como o sinal modulado em angulo por sinal modulador senoidal de frequéncia
fm € um sinal periodico com frequéncia de repeticdo f,,, seu espectro é
discreto, com componentes espectrais regularmente espacadas de fm. Ha
uma raia central (frequéncia f,) e uma infinidade de raias laterais inferiores

(frequéncias f, - n. f;;,) e superiores (frequéncias f, + n. f;;), com n inteiro
positivo, de 1 a + . (CARVALHO, 2008, p. 132)
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Assim, para um sinal modulador senoidal, o espectro do sinal modulado em angulo
tem um numero teoricamente infinito de raias laterais. Porém, Carvalho (2008)
demostra que as raias acima de certa ordem podem ser desprezadas por
apresentarem magnitudes muito pequenas. O espectro significativo do sinal modulado
€ aguele que se estende de f, - M.f,, até f, + M. f,,, sendo M o namero de raias

significativas.

Para a determinacéo de M, Carlson (1986, apud CARVALHO, 2008, p. 327) cita que
o Critério de Carson é o mais utilizado no caso senoidal discreto, como indicado na

equacao (6).

M=p+1 (6)

Em que M sempre serd o nimero inteiro mais préximo do resultado da equacao (6).
Assim, a largura de banda (B) sera dada por (7).

B=2M.f, 7)

Porém, o Critério de Carson pode ser estendido para os sinais ndo senoidais, como &
0 caso da transmissédo de radio. Com isso, a largura de banda passa a ser dada pela

equacao (8).

B=2.B+1).fn=2.B.fn+ fn) (8)

Substituindo a equacéo (5) em (8), chega-se na equacao (9), que se refere a largura
de banda.

B = 2(Af + fm) )
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A Figura 1 ilustra alguns dos parametros abordados.

Figura 1 — Largura de banda e frequéncia central de uma
portadora

Largur:; de Banda

-—

' '
LJ Ll L]

fo “"‘-fm fa fc"‘l-fm

Fonte: TESTAND & MEASUREMENT TIPS (2020).
Nota: Adaptado pela autora.

E importante salientar que o comportamento do sinal modulado ao ser transmitido
pode sofrer algumas varia¢des, na qual a envoltéria deixa de ter um formato continuo
e passa conter ruidos. Han e Kamber (2000, apud FACELI et al., 2017, p. 34) afirmam
que “ruido pode ser definido como uma variancia ou erro aleatério no valor gerado ou

medido para um atributo”.

Haykin (2011), explica que existem varias fontes potenciais de ruido em um sistema,
sendo elas internas ou externas. As fontes internas incluem os ruidos que surgem
devido as flutuacdes espontaneas de corrente ou tensdo em circuitos elétricos. Ja as

fontes externas seriam referentes a ruidos atmosféricos, galacticos, entre outros.

“Em muitos casos, o ruido é produzido pelos proprios equipamentos ativos utilizados
para implementar os sistemas de transmissao, tais como os amplificadores”
UNIVERSIDADE DO MINHO (1999). Isto inclui ndo sé os componentes utilizados nos
repetidores e receptores, mas também a falta de técnicas de filtragem nos
transmissores que podem ser grandes causadores de ruido. Logo, fica claro que

alguns componentes da transmissdo Sao 0S principais responsaveis por tais
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acontecimentos. Na pratica a autora do projeto ainda pode identificar que uma radio

ao ter uma de suas antenas queimadas, propiciou um sinal ruidoso também.

Nesse contexto, a ANATEL é responsavel por analisar os ruidos provenientes dos

equipamentos da transmissao, ndo ruidos de fonte externas.

2.1.2 Taxa de Amostragem

Os dados analisados em tal projeto sdo amostras discretizadas no tempo. O aparelho
responsavel por coletar tais amostras é o RFeye, que é um sistema de monitoramento
de espectro que opera na faixa de frequéncia de 10 MHz a 6 GHz, ilustrado na Figura

2.
Figura 2 — Estacdo RFeye

Fonte: AGC Telecom (2018).

O aparelho é programavel, sendo possivel ao operador inserir a faixa de frequéncia
gue quer monitorar, a quantidade de leitura por minuto que deseja captar e a taxa de
amostragem que usara. Neste cenario, é relevante entender como na teoria é definida

a taxa de amostragem.

Pelo Teorema da Amostragem de Nyquist/Shannon, mostrado em Carvalho (2008),
tem-se que um sinal continuo pode ser apropriadamente amostrado somente se ele

nao contiver componentes em frequéncia acima da metade da frequéncia de
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amostragem. Logo, é possivel verificar na equacéo (10), a frequéncia de amostragem

fa deve ser maior que duas vezes da maior frequéncia do sinal amostrado.

fa> 2fm (10)

Assim. o Teorema de Nyquist prevé que que o sinal seja limitado em banda ou eu se
utilize um filtro passa-baixas que limite a banda do sinal de entrada. Caso a frequéncia
de amostragem ndo seja suficientemente alta, ocorre a sobreposicdo do espectro
(aliasing), impossibilitando recuperar o sinal original e criando artefatos (OPPENHEIM,
1999).

2.1.3 Radiodifusdo Sonora e os Critérios da ANATEL

No Brasil, a ANATEL é o 6rgédo responsavel por disciplinar as utilizac6es das faixas
de frequéncia, deliberando resolucdes de modo a padronizar o uso do espectro. A

Resolucédo n° 596, de 6 de agosto de 2012, define ac&o de fiscalizacdo como

Atividade de acesso, obtencdo e averiguacdo de dados e informacgées, por
meio de procedimentos e técnicas aplicados por Agente de Fiscalizagdo com
a finalidade de reunir evidéncias para a apuracdo do cumprimento de
obrigacdes e conformidades por parte da fiscalizada e verificar a forma de
execucdo dos servicos de telecomunicacdes (AGENCIA NACIONAL DE
TELECOMUNICACOES, 2012)

Neste sentido, cabe ao agente de fiscalizacdo zelar também pelo espectro de
radiodifusdo sonora em frequéncia modulada. A Resolucdo n° 67, de 12 de novembro
de 1998, define que

A faixa de radiodifusdo sonora em frequéncia modulada estende-se de 87,4
a 108 MHz, e é dividida em 103 canais, cujas portadoras estao separadas de
200 kHz. Cada canal é identificado por sua frequéncia central, que é a
frequéncia da portadora da estacdo de FM. [...] Percentagem de Modulacao
- E a relago entre o desvio de frequéncia e o desvio de frequéncia definido
como 100% de modulacdo, expresso em percentagem. Para estacdes de
radiodifusdo sonora em frequéncia modulada, um desvio de frequéncia de
+75 kHz é definido como 100% de modulacdo. (AGENCIA NACIONAL DE
TELECOMUNICACOES, 1998).

Dessa forma, ha um espacamento de 50 kHz entre uma portadora e outra, fazendo

com gue nao haja caso de intermodulag&o. Ainda sobre FM, o item 3.2.3 da Resolucédo
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n° 67 da ANATEL aborda sobre tolerancia de frequéncia, permitindo que a frequéncia
central da emissdo de uma emissora varie entre mais ou menos 2000 Hz de seu valor

nominal.

Contudo, tais averiguacdes s6 podem ser feitas com o sinal ndo modulado e isolando
o sistema do meio externo, ja que as causas de ruido podem ser tanto internas quanto

externas. Ou seja, nao se pode notificar uma radio sem fazer uma vistoria técnica nela.

A autora do trabalho constatou no estagio realizado na UO021 que uma pratica feita
pela Agéncia para averiguar tais parametros é identificar visualmente uma portadora
muito ruidosa no espectro de frequéncia analisado, classificando o dado como
anormal. Quando feita a verificacdo, o fiscal realiza uma vistoria técnica na estacao
da rédio referida, com foco nos parametros técnicos do transmissor, além de verificar

outros possiveis componentes da estacao responsavel por tais anomalias.

Em tal vistoria, o fiscal operante desliga o sinal de modulacdo conectando o
transmissor numa carga resistiva. Dado o processo, pode-se explorar o item 3.2.7 da
Resolucdo n° 67 da ANATEL, o qual indica que

Qualquer emissao presente em freqléncias afastadas de 120 a 240 kHz,
inclusive, da freqiiéncia da portadora, devera estar pelo menos 25 dB abaixo
do nivel da portadora sem modulacao; as emissfes em freqliiéncias afastadas
da frequéncia da portadora de mais de 240 kHz até 600 kHz, inclusive,
deverdo estar pelo menos 35 dB abaixo do nivel da portadora sem
modulacdo. As emissdes em freqliéncias afastadas de mais de 600 kHz da
freqUiéncia da portadora deverdo estar (73+P) dB (P = poténcia de operagao
do transmissor, em dBK) abaixo do nivel da portadora sem modulagéo, sendo
80 dB a maior atenuacdo exigida. (AGENCIA NACIONAL DE
TELECOMUNICACOES, 1998).

Em suma, analisar somente os dados gerados pela RFeye ndo séo suficientes para
atuar com a fiscalizagdo. Mas tais dados servem de indicios de irregularidades, sendo
de suma importancia para fiscalizar uma radio. Um desses indicios por parte da

UOO021 é a verificagdo de portadoras muito ruidosas.

Por dltimo, tem-se uma verificagcdo que pode ser feita sem ter que ir até a estacao da
transmissdo. Ela esta explicita no item 6.4 da Resolucdo n® 67 da ANATEL, o qual

trata da poténcia de operacdo do transmissor. Neste, é deixado claro que tal poténcia
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deve ser sempre mantida o mais proximo possivel da autorizada e as eventuais
variagdes devem ser restritas aos limites de mais ou menos 10% em condi¢des

normais.

2.2 Inteligéncia Artificial e Aprendizado de Maquina

O termo Inteligéncia Artificial surgiu na década de 50, sendo um ramo da computacao
gue tem por objetivo possibilitar que as maquinas simulem uma inteligéncia analoga

a do ser humano.

Nas ultimas décadas, com um crescente numero de dados de diversos setores,
tornou-se visivel a necessidade da criacdo de ferramentas que automatizassem
processos reduzindo a necessidade da intervencdo humana. Para isso, essas
ferramentas deveriam ser capazes de criar por conta prépria uma hipétese ou uma
funcao, a partir de experiéncias passadas, para resolver um problema. Ao processo
de inducéo de hipdteses a partir de experiéncias da-se o nome de aprendizado de
maquinas (FACELI et al., 2017).

O AM é um ramo da inteligéncia artificial focado no raciocinio indutivo, que tem por
objetivo desenvolver algoritmos que permitam o computador aprender uma
determinada tarefa (BAIA, 2016).

As tarefas de aprendizado podem ser divididas em preditivas ou descritivas. A andlise
preditiva segue a linha de aprendizado supervisionado, ja que tem a presenca de um
agente externo para indicar quais sao os atributos de entrada e os de saida (rétulos).
Ja a descritiva busca o entendimento dos dados, sendo assim néo supervisionado. A
Figura 3 apresenta uma hierarquia de aprendizado de acordo com os tipos de tarefas
(FACELI et al., 2017).
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Figura 3 — Hierarquia de aprendizado

Aprendizado
indutivo

Nao
supervisionado

Supervisionado

Classificacao Regressao Agrupamento Associacao Sumarizacao

Fonte: Faceli, Lorena, Gama e Carvalho (2017).

Neste trabalho foram avaliadas duas técnicas de AM: o algoritmo dos vizinhos mais
préximos (KNN, do inglés k nearest neighborg) e a maquina de vetores suporte (SVM,
do inglés support vector machine). A primeira citada, kNN, foi testada ndo s6 pela sua
simplicidade (FACELI et al., 2017), mas também porque obtém bons resultados em
varios problemas de classificacdo, sendo muitas vezes usada como um classificador
de referéncia. Ja o SVM consegue lidar melhor com dados ruidosos (FACELI et al.,
2017).

2.2.1 KNN

“O algoritmo dos vizinhos mais proximos, ou kNN, classifica um novo objeto com base
nos exemplos do conjunto de treinamento que sédo préximos a ele” (FACELI et al.,
2017, p. 59). Em tal algoritmo, o objeto a ser classificado € representado por um ponto

no espaco definido pelos seus atributos.

Na fase de treinamento, o algoritmo memoriza os exemplos rotulados, ou seja,
armazena as classes e 0s objetos que foram fornecidas a maquina. Ao surgir um dado
em que a classe ndo é definida, ha um calculo das distancias dele aos objetos
armazenados. Para tal calculo é usada, na maioria das vezes, a distancia euclidiana.
A classe mais frequente nos k exemplos mais proximos é recomendada para o dado

de entrada.
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Assim, o0 parametro mais importante para tal algoritmo é o valor de k. Este parametro
é escolhido de acordo com a quantidade de “vizinhos” que o usuario quer usar para

classificar os dados de entrada.

Para um melhor entendimento, pode-se imaginar duas classes, A e B, como é possivel
verificar na Figura 4. Nesta figura sao ilustrados varios exemplos da classe A (estrela
vermelha) e classe B (triangulo verde) que séo representados por dois atributos cada:

exame X e exame Y.

Figura 4 — Definicdo de classes kNN

Amostra
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\ ] # ¥
b L"-_ '_.#"_‘ Fa ‘
\\,‘ K=7 .’
Exame X

Fonte: Luz (2019).
Nota: Adaptado pela autora.

Pode ser observado na Figura 4, que para k = 3 foram encontrados, em relacdo ao
objeto com interrogacéo, dois vizinhos mais proximos da classe B, contra um da classe
A, assim, a amostra é classificada como sendo da classe B. Ja para k = 7, a amostra
é classificada em A, por ter sido encontrados mais vizinhos da classe A do que da B.
E importante notar que quando ha duas categorias de rétulos é recomendado utilizar
um k impar, para ndo correr o risco da maquina encontrar a mesma quantidade de

vizinhos préximos para ambas as classes.

Como diferentes valores de k podem dar resultados diferentes para um mesmo
conjunto de dados, é necessario definir o melhor k. Para essa definicdo, pode-se usar
o k-fold cross validation, que € um procedimento usado para avaliar modelos de

aprendizado de maquina em uma amostra de dados limitada.
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Apesar da simplicidade do kNN, ele pode trazer um esfor¢co computacional, j& que a
distancia tera que ser medida para cada dado. Outro fator relevante é que o objeto
mais proximo pode ainda estar muito distante daqueles de classe definida, o que nem

sempre traz uma veracidade para a analise dos fatos (FACELI et al., 2017).

2.2.2 SVM

As maquinas de vetores de suporte sdo fundamentadas na teoria de aprendizado
estatistico, que consiste em estabelecer condicbes matematicas para a escolha de
um classificador. Tais condi¢bes consideram o desempenho do classificador no

conjunto de treinamento e sua complexidade (FACELI et al., 2017).

O algoritmo, ao estabelecer tais condicdes matematicas tem por objetivo encontrar
um hiperplano no espaco N-dimensional, e entdo usa-lo como limite de deciséo para

a classificacao dos objetos.

Figura 5 — Hiperplano alocado para a divisdo de classes

Um hiperplano em R3 é um plano

Fonte: Towards Data Science (2018).
Nota: Adaptado pela autora.

Na Figura 5 é possivel observar um hiperplano bidimensional que separa as classes
vermelhas e verdes. E importante observar que um hiperplano é alocado para que

tenha distancia maxima entre os dados de cada classe, o que é chamado de margem
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méxima, que serve para que os dados futuros possam ser classificados com mais
seguranca (TOWARDS DATA SCIENCE, 2018).

Porém, o classificador de margem maxima € mais eficiente para 0s casos nos quais
os dados analisados sao linearmente separaveis, o que pode ndo ser adequado para
dados ruidosos, como é o caso do espectro de frequéncia. Pode-se observar na Figura
6 a comparacdo de dados linearmente separados e dados nao-linearmente

separados.

Figura 6 — Dados linearmente separados x dados ndo-linearmente
separados

Fonte: Montenegro (2017).

Ao ocorrer classificacbes mais complexas, nas quais ha a ocorréncia de dados nao-
linearmente separaveis, usam-se equacdes de kernel para reorganizar tais objetos.
Essas equacdes sao artificios matematicos que servem para mapear os dados de um
espaco X em um novo espaco Z (SANTOS, 2002), como pode ser visto ha equacao

(11), onde @ representa as funcdes de kernel.

Z={0 (x)|x € X} (11)

Uma melhor representacdo € mostrada na Figura 7, a qual ilustra que a partir da
mudanca dimensional os dados néo-linearmente separados no espaco X podem ser
linearmente separaveis no espaco Z, onde o segundo costuma ter uma dimensao
maior que o primeiro. E importante salientar que na figura os espacos X e Z se

encontram representados em R2 para uma melhor visualizacao.
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Figura 7 — Mapeamento do espaco de entrada via funcéo kernel

0

Fonte: Santos (2002).

Logo, apesar da dimensdo do espaco aumentar, a classificacdo do modelo se torna
mais simples, ja que na nova dimenséo os dados podem ser linearmente separaveis.
Mas € importante considerar que no caso de dimensfes muito elevadas a computacao
pode ser bem custosa (FACELI et al., 2017).

Assim como o KNN depende da escolha do valor do k para obtenc&o de resultados
satisfatorios, o SVM depende diretamente da escolha do kernel para obtencédo de
bons resultados. Na pratica, os kernels mais utilizados séo os polinomiais, as fun¢cdes
de base radial (RBF, do inglés radial basis function) e os sigmoidais. Uma boa escolha
inicial € empregar o RBF (NATIONAL TAIWAN UNIVERSITY, 2003). Pode-se
encontrar no Quadro 1 as fungbes dos kernels aqui apresentadas, onde K séo
matrizes semidefinidas positivas, em que cada elemento K;; € definido por K;; =
K (x;,x;), paratodo i,j = 1,...,,n, segundo Hebrich (2001, apud FACELI et al., 2017,
p. 132). Sobre os parametros, d € o grau da funcao polinomial e o € 0 desvio padrdo
da RBF.

Quadro 1 — Funcgdes de Kernel mais comuns

Tipo de kernel Funcao Parametros
Polinomial 5 ((x:.x)) + K)* 8 K,d
RBF exp(—al | x — x| |2) g
Sigmodal tanh (8 (x;.%;) + K) 8, K

Fonte: Faceli, Lorena, Gama e Carvalho (2017).
Nota: Adaptado pela autora.



29

2.3 Pré-processamento dos Dados

O primeiro passo para a aplicacdo de uma técnica de AM € a preparacao dos dados,
para um uso posterior deles. Os dados devem ser representados por uma matriz de
objetos X2, em que n é o nimero de objetos e d o nimero de atributos (FACELI et al.,
2017).

Entretanto, para se ter uma matriz de objetos, técnicas de pré-processamento de
dados séo frequentemente utilizadas, sendo (til ndo apenas para minimizar ou
eliminar problemas como também para deixar os dados mais adequados para a
situacao (FACELI et al., 2017).

No caso especifico deste trabalho, os dados coletados sdo amostras discretizadas de
frequéncias em um intervalo entre 87,4 e 108 MHz, contendo informacdes de poténcia.
Com a aplicacao de técnicas de pré-processamento de sinais pode-se identificar as
portadoras no sinal, as quais séo 0s objetos usados na classificacdo. Antes de aplicar
as técnicas de AM, é utilizado um extrator de caracteristicas nas portadoras para
representa-las na forma de uma matriz X%, neste caso especifico, n € o nimero de

portadoras e d € o niumero de caracteristicas para representar cada portadora.

As técnicas de AM analisardo o comportamento das portadoras a partir do espectro,
e classificardo as mesmas como normais ou anormais. As portadoras anormais sao

aquelas que o fiscal identificou um comportamento ruidoso fora do comum.

Na Figura 8 pode ser visto um espectro de frequéncia contendo portadoras com
comportamentos normais. Por sua vez, na Figura 9, € possivel verificar o
comportamento anormal do espectro da portadora com frequéncia central de 103,7
MHz, imagem esta retirada de um relatério de fiscalizacdo n°® 61 (AGENCIA
NACIONAL DE TELECOMUNICACOES, 2019).
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Figura 8 — Faixa de espectro que recebe o rétulo de normal

Fonte: ANATEL (2019).

Figura 9 — Faixa de espectro que recebe o rétulo de anormal

| Lot
l ;whg " " ‘w«' " %

Fonte: ANATEL (2019).

E importante salientar que as portadoras anormais sdo aquelas que foram julgadas
muito ruidosas por fiscais da ANATEL, e esta condicdo € definitiva para a abertura de
processos de vistorias. A Figura 9 € uma tela de espectro que serviu para abrir um
processo de vistoria a radio 103,7 MHz.

2.4 Métricas de Desempenho

Definidas as técnicas de aprendizado, tem-se que verificar o sucesso delas ao realizar
a tarefa. Para isso, utiliza-se a matriz de confusao para indicar os erros e acertos dos
modelos testados. Com ela € possivel calcular métricas de avaliagdo como acurécia,
precisao, recall e F1-score (SUNASRA, 2017).

Para entender melhor essas métricas, precisa-se analisar a matriz de confusao
explanada na Figura 10. Ela é uma tabela, na qual as colunas exibem os nimeros de

casos reais (normal e anormal), anotados pelos especialistas, e as linhas os nimeros
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previstos pela maquina. Em positivo (1) tem-se a presenca de anormalidade e em

negativo (0) o dado é considerado normal.

Figura 10 — Matriz de confuséo

REAL

Positivo (1) Negativo (0)

Positivo

TP | FP
Negaivo FN TN

PREVISTA

Fonte: SUNASRA (2017).
Nota: Adaptado pela autora.

Nesse contexto, ha os verdadeiros positivos (TP, do inglés true positive), que
acontecem quando a classe real e a prevista sdo positivas. Os falsos positivos (FP,
do inglés false positive), quando a classe real é negativa e a prevista é positiva. Os
falsos negativos (FN, do inglés false negative), onde a classe real é positiva e a
prevista € negativa. E, por ultimo, verdadeiros negativos (TN, do inglés true negative)
onde ambos, reais e previstos, sdo negativos (SUNASRA, 2017). Neste trabalho, as
anomalias serdo da classe positiva, pois estas sdo as que possuem 0 menor nimero

de amostras, o que afeta as métricas, além de ser de interesse para o trabalho.

A partir da matriz de confusdo podem ser obtidas diferentes métricas. Uma das mais
comuns é a acuracia, que mede a porcentagem de classifica¢des corretas, como pode

ser vista na equacao (12).

o TP + TN o0
e = TP Y IN+FP+FN (12)
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J& a preciséo (P) mostra a porcentagem de dados anormais previstos que realmente
aconteceram, como mostra a equagao (13).

- 0,
P TP + FP X 100/0 (13)

Ao contrario da precisdo, o recall (R) fornece informacdo sobre o desempenho
baseado nos falsos negativos (SUNASRA, 2017). Ele indica a porcentagem de
anormalidades que foram identificadas em relacdo a quantidade total. Tal métrica é
possivel ser verificada na equagao (14).

- 0,
R TPTFN x 100% (14)

Por dltimo, tem-se a F1-score (F1). Esta métrica é a média harménica entre a preciséo

e o recall, como é possivel verificar na equacéo (15).

_ZxPxR

=+

x 100% (15)

Por se tratar de uma média harmonica entre recall e preciséo, o F1-score é a principal
métrica avaliada no trabalho. Embora a acurdcia seja muito utilizada, ela nao é
recomendada para tarefas que envolvem bases de dados desbalanceadas, que é o
caso deste trabalho, j& que se tem muito mais portadoras normais (classe negativa)
do que anormais (classe positiva). Logo, a avaliacdo das classes positivas, fica

prejudicada neste sentido.
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3 METODOLOGIA E EXECUCAO DO PROJETO

3.1 Recurso Computacional Utilizado

Para o desenvolvimento do trabalho e manipulacdo dos dados, foi necessério utilizar
recursos computacionais. Para isso, o ambiente de desenvolvimento python foi
utilizado. Neste sentido, o Anaconda, que é uma distribuicdo gratuita e de cddigo

aberto das linguagens de programacéao python, foi utilizada.

O computador da autora do projeto contempla com as configuracfes necessarias para
a execucao do programa, sendo um Aspire 5, com processador Intel Core i5 7200U,
placa de video NVIDIA GeForce 940MX, memoéria 8 GB DDR4, 1 TB de espaco em

disco, Windows 10, e jA com o Anaconda instalado.

3.2 Etapas de Desenvolvimento

O desenvolvimento do projeto foi dado a partir das amostras discretas de ganho do
espectro de FM da faixa de 80 a 110 MHz captadas pelo RFeye, a qual contempla a
faixa de FM. Na faixa de frequéncia referida, a cada 20 kHz tem-se o ganho de cada

frequéncia amostrada. O conjunto desses dados serd chamado de vetor de amostras.

Na primeira etapa do trabalho é realizado o tratamento de sinal. Para tal feito,
observou-se que um vetor de amostras é gerado a cada seis segundos. Com o intuito
de otimizar o processamento e analisar um sinal mais suavizado, optou-se por fazer
a média do sinal a cada dez amostras, obtendo assim um vetor de amostras por
minuto. Com isso, 0 proximo passo realizado é a eliminacdo do piso de ruido do

espectro.

Para tal, € calculada a mediana dos ganhos das frequéncias amostradas, definindo
assim um piso de ruido. E importante salientar que isso s é efetivo porque nesse
caso a quantidade de amostras das portadoras é menor que 50% do total de amostras
do vetor, como € possivel verificar na Figura 11. Neste exemplo, a mediana eliminou

todos os ganhos abaixo de -93,12 dBm.



Figura 11 — Limiar do filtro de mediana
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Uma vez que o sinal foi suavizado, torna-se mais simples a manipulacéo dos dados.

A Figura 12 mostra como, através do uso da funcao “find_peaks” (interna a biblioteca

“scipy_signal”), foi possivel realizar a deteccdo de cada um dos picos existentes na

faixa de frequéncia.

Figura 12 — Picos detectados
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Com os picos de frequéncia achados, consequentemente podem ser identificadas as
portadoras. Este € um dos principais objetos de analise deste trabalho.

Antes da aplicacdo do AM, duas verificacdes sao feitas de modo a cumprir as normas
da ANATEL. Estas averiguacfes sao referentes a radios licenciadas e a variacao de

poténcia do sinal.
3.2.1 Verificacdo de Radio Nao Licenciada

Inicialmente, foi levantado um banco de dados com as frequéncias centrais e nomes
de cada radio licenciada da Grande Vitéria, no formato comma-separated-values
(CSV), como pode ser visto no apéndice A. Entdo, pode-se comparar as frequéncias
de pico encontradas na sec¢ao 3.2 com as do banco de dados. Se a frequéncia de pico
se encontrar nos limites de um canal de FM, como visto na Figura 13, de uma
frequéncia licenciada, o nome da radio é associado a tal frequéncia, caso contrario,

aponta-se uma radio néo licenciada.

Figura 13 — Limites para identificagcdo de uma portadora

90.08 MHz

200 KHz I

Fonte: Produzido pela prépria autora.
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3.2.2 Verificagao da Variacdo de Poténcia

Antes da aplicacdo da AM, pode-se também analisar a poténcia das portadoras. Nesta
perspectiva, 0s picos de poténcia das portadoras sdo armazenados e tais valores sédo
comparados aos respectivos picos identificados em momentos posteriores. A cada

leitura é verificado se tais poténcias variaram 10% da primeira poténcia gravada.

Por exemplo, tem-se que a primeira verificacdo da poténcia de uma determinada
portadora, como mostra a Figura 14, foi feita no dia 28/05/2019, as 16:10:36, e foi
identificada uma poténcia de -45,77 dBm. Em uma determinada leitura as 05:41:20 do
dia 29/05/2019, a poténcia verificada foi -58,92 dBm. Ou seja, uma variacéo de cerca
de 28% em relagdo a primeira. Logo, quando o feito acontecer, a frequéncia da

portadora sera gravada em memoaria para o relatorio final.

Figura 14 — Comparac¢éo de poténcia de uma mesma portadora

Frequéncia x Ganho Médio

—— 2019 05 28 16:10:36 -45.77 dBm
—— 2019 05 29 05:41:20 -58.92 dBm

=50

—-60

=70

Ganho (dBm)

-80

-90

—100

Frequéncia (MHz)

Fonte: Produzido pela propria autora.

3.2.3 Verificagao de Portadoras com Ruidos Anormais

Para a aplicacdo do aprendizado de maquina na deteccdo de portadoras ruidosas,
fez-se necessario analisar portadora a portadora individualmente. Tendo os picos ja
encontrados, os limites para cada portadora foram definidos como sendo os pontos
de frequéncia que coincidem com o valor do piso de ruido. Porém, uma analise é feita

anteriormente, na qual so é considerada uma portadora se o periodo verificado nao
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envolver dois picos, como observado no exemplo da Figura 15. Nesse caso, verificou-
se que o valor do piso de ruido é de -88 dBm. Pode-se observar que entre as
frequéncias de pico, as quais tem os ganhos de -55,85 dBm e -70,73 dBm nao existe
um ponto que coincida com o piso de ruido. Dessa forma, considerou-se o limite da
portadora como o ponto minimo entre os dois picos, que seria o0 ponto da figura onde
esta indicado o ganho de -81,11 dBm.

Figura 15 — Portadoras em que um dos limites divergem com o piso de ruido

(10 -56.95 dBm)

-60

—-65

-70

,-70.73 dBm)

=75

-80

,-82.11 dBm)

-85

-88.00 dBm

Fonte: Produzido pela prépria autora.

Com as portadoras identificadas, estas podem ser rotuladas. A estratégia tracada para
obter o vetor de caracteristicas para representar as portadoras baseia-se na criacédo
de limiares que cortam as mesmas, como indicado nas Figuras 16 e 17. O vetor de
caracteristicas € dado pela quantidade de vezes que cada limiar toca na portadora.
No caso da Figura 16, o vetor de caracteristicas de uma portadora normal € dado por
(2,2,2,2,2,2,2,2,2,2). Ja na Figura 17, tal vetor de uma portadora anormal € dado por
(3,1,2,2,2,2,2,2,2,2).

E importante salientar que para obter a caracterizacéo das portadoras, a amplitude de
cada uma delas é normalizada entre o pico e o piso de ruido. Logo depois, os limiares
séo distribuidos em espagamentos iguais para cada portadora, de forma que todas as

portadoras sejam representadas pelo mesmo numero de limiares.
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Figura 16 — Portadora com classificagdo normal e seus respectivos limiares

-50

Fonte: Produzido pela prépria autora.

Figura 17 — Portadora com classificagcdo anormal e seus respectivos limiares

Fonte: Produzido pela prépria autora.

Depois de cada portadora ser representada por um vetor de caracteristicas, elas

podem ser usadas como entrada para os algoritmos de AM.
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3.3 Fluxograma do Método Proposto

A Figura 18 ilustra o processo de identificacdo de uma radio, captura da variacao de
poténcia e a classificacdo entre normal e anormal para cada portadora. Os dados sao
armazenados para uma posterior afericdo. Cabe lembrar que tal fluxograma

representa o processo para cada portadora.

Figura 18 — Fluxograma para captura anomalias

N portadoras identificadas a partir da
funcéo “find_peaks”

Verifica a primeira portadora da faixa referida

l

—— Consulta o CSV contendo as portadoras g
cadastradas.

!

I A portadora é licenciada? I

/ "\

| sm | | n~ao |
|

Armazena em um CSV e associa
a Radio nao licenciada o —

Em relacédo aos dados ruidosos. Como a classe é
definida?

A

Verifica a préxima
frequéncia de pico l

da faixa referida \
Verifica a préxima

(até n)
Armazena em um CSV e associa ao frequéncia de pico
nome de uma radio do banco de dados da faixa referida

l (até n)

Caso nao seja a primeira verificagéo,
compara a poténcia atual, com a
poténcia da mesma portadora no

primeiro vetor de amostra. A variagao

da poténcia € maior que 10% ?

/ S,

SIM NAO

l

Armazena em um CSV e associa ao nome
de uma radio do banco de dados

Fonte: Prépria Autora.
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Os resultados coletados nesta etapa sdo armazenados tanto em memoéria quanto em
um arquivo CSV, permitindo que estes sejam exibidos em uma interface

posteriormente.
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4 EXPERIMENTOS E RESULTADOS

Todos os experimentos foram realizados com os dados extraidos de uma RFeye

localizada em Vitéria-ES, na Enseada do Sua.

Os dados utilizados nos experimentos sdo compostos por 577 vetores de amostras
(espectros). Desses 577 vetores de amostras, 16.944 portadoras foram identificadas,

sendo 1.152 consideradas anormais e 15.792 normais.

Para a representacdo das portadoras na forma de vetores de caracteristicas foram

testados quatro limiares diferentes, sendo esses 5, 10, 15 e 20.

As técnicas de AM avaliadas foram kNN e SVM. No caso do kNN foi utilizada a
biblioteca do python “sklearn.neighbors” com fungao “KNeighborsClassifier”. E para o
SVM a biblioteca “sklearn.svm” com a funcao “svm.SVC(kernel="X")", onde ‘X’ € um
parametro referente as funcdes de kernel, sendo eles linear, polinomial, RBF e

sigmoidal.

4.1 kNN

Para a aplicacdo do kNN, é necessério definir o valor de k, o qual pode ser obtido
através da técnica de k-fold cross validation. Para isso, foi feita uma divisdo
estratificada das portadoras, utilizando 75% delas para treino e 25% para o teste.

Logo, foi utilizado k-fold cross validation sobre os 75% dos dados. Na técnica, o
usuario define folds (cv), em que os dados serdo divididos, para depois realizar o

procedimento. Foi usada nesta etapa a funcéao “GridSearchCV” do python.

A Figura 19 mostra o funcionamento do k-fold cross validation, onde cv = 3 e 0 k
escolhido para o kNN pode ser um namero impar entre 1 e 11 (definido pela autora
do projeto). Logo, das 12.709 portadoras para o treinamento (75% das portadoras
totais), tem-se uma divisdo em 3 partes. Realizada a divisdo, a cada rodada uma

dessas partes é usada para validacao, indicado pela cédula verde, e as outras duas
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sdo usadas para o treinamento, indicadas pela cor amarela. Dessa forma, a cada
rodada os valores de k séo avaliados. Apos fazer 3 rodadas, o k que retornar a melhor
meédia de recall, F1-score, acuracia e precisédo € selecionado. Depois de encontrado
o melhor valor de k, um teste é feito com as 4.236 portadoras (retangulo indicado pela
cor azul), usando os 75% de portadoras para treino (retangulo indicado pela cor cinza).
Logo, métricas sdo geradas para a avaliacdo do algoritmo.

Figura 19 — Funcionamento do k-cross validation para o problema

TOTAL DE PORTADORAS (16945)
PORTADORAS PARA TREINO (12709) - PORTADORAS PARA TESTE
75% (4236) - 25%
- - =
RODADA 1 22 DIVISAD 32 DIVISAO
{4236) 4237
12 DIVISAO 32 DIVISAD
RODADA 2 {4236) (4237} MELHOR K
—* | encontrado
12 DIVISAO 22 DIVISAD
RODADA 2 (4236) [4236)
TESTE FEITO TENDO COMO
BASE O MELHOR K
ENCONTRADO

Fonte: Produzido pela prépria autora.

Assim, para cada quantidade de limiares, foi identificado um melhor valor de k para o

kNN, como pode ser visto no Quadro 2.

Quadro 2 — Argumento k do kNN em relagdo ao numero de limiares

Quantidade de limiares K obtido
5 3
10 1
15 7
20 1

Fonte: Produzido pela prépria autora.

Com o k definido pode-se calcular as métricas de acuracia, precisao, recall e F1-score
para cada quantidade de limiares, considerando a classe positiva como as portadoras

anormais. Tais resultados podem ser vistos na Figura 20.
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Figura 20 — Métricas referentes ao kNN em relacao a quantidade de limiares
100,00%
98,00%

96,00%

94,00%
92,00%
90,00% I

88,00%

Precisdao Recall Acurdcia Fl-score

|5 limiares 94,50% 95,49% 99,63% 94,99%

M 10 limiares 96,81% 94,79% 99,43% 95,79%

15 limiares 92,59% 95,49% 99,56% 94,02%

M 20 limiares 92,28% 95,49% 99,54% 93,86%
B 5 limiares W10 limiares 15 limiares M 20 limiares

Fonte: Produzido pela prépria autora.

Pode ser observado na Figura 20 que as métricas alcancaram taxas acima dos 92%,
com destaque para os vetores de caracteristicas de 10 limiares, que se comportaram
melhores em dois quesitos, F1-score e precisdo. Sendo Fl-score é a métrica que

melhor serve para analise, considera-se que 10 limiares € cenario mais adequado.

Depois da etapa de teste, pode-se fazer uma analise referente ao tempo, na qual foi
verificado quanto tempo gastou-se para criar um vetor de caracteristicas, o

treinamento do kNN e, por final, tempo de classificacdo de cada portadora.

Logo, pode-se ver no Quadro 3 que o tempo de construcdo de um vetor de
caracteristicas por portadora e o de classificacdo se deu na ordem de milissegundos,
ja o de treinamento se deu na ordem de microssegundos, mostrando que o
treinamento do algoritmo é cerca de 1.000 vezes mais rapido, que a construcdo e a
classificacdo do vetor de caracteristicas. Nota-se, ainda, com 0 aumento no nimero
de limiares, os tempos aumentaram, o que é compreensivel por se tratar de vetores
de caracteristicas maiores, ou seja, com mais dados. Contudo, considerando o
numero de portadoras por minuto e o tempo de processamento de cada uma, pode-

se observar que o sistema consegue funcionar online.



Quadro 3 — Tempos de construcdo, treinamento e classificacdo do KNN de acordo com os limiares
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. Tempo de construcédo do Tempo do
Quir_m_dade de vetgr de caracter:';stica treinal?nento T_e_mpoNde
imiares (ms) (us) classificacdo (ms)
5 1,0722 0,1777 0,7753
10 1,1254 0,1652 0,8852
15 1,1389 0,1947 1,9621
20 1,1552 0,2003 2,0785

Fonte: Produzido pela prépria autora.

4.2 SVM

Se tratando do SVM, foram utilizadas as mesmas 16.945 portadoras para obtencéo

das métricas. Para a pratica foi necessario o uso da biblioteca “sklearn.svm” do python

para a implementagéo do algoritmo. Ela ja vem configurada com valores pré-definidos

para os parametros padrées. Porém, no caso dos kernels polinomial e para o RBF,

houve a tentativa de se obter os melhores valores de d e o respectivamente.

Para os kernels de RBF e polinomial foi utilizada a técnica de k-fold cross validation

com a mesma configuracéo da Figura 19. Ja para os kernels linear e sigmodal, ndo se

otimizou nenhum parametro, logo, aplicou-se 75% das portadoras para treino e o

restante para teste.

A primeira andlise a ser feita foi em relacdo as métricas, referente ao kernel linear. A

Figura 21 apresenta as métricas considerando a classe anormal como classe positiva.

Figura 21 — Métricas referentes ao SVM, kernel linear, em relacdo a quantidade de limiares

100,00%
80,00%
60,00%
40,00%
20,00%

0,00%

| 5 limiares
W 10 limiares

15 limiares

B 20 limiares

Precisdao
88,52%
78,05%
91,43%
79,67%

W5 limiares

Fonte: Prépria Autora.

Recall
56,25%
66,67%
66,67%
68,06%

W 10 limiares

15 limiares

Acurdcia
96,53%
96,46%
97,31%
96,65%

Fl-score
68,79%
71,91%
77,11%
73,41%

M 20 limiares
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Pode-se perceber na Figura 21 que apenas a acuracia tem resultados maiores que
90%. Em contrapartida, as métricas de recall e F1-score ndo chegam a 80%, o que

nao traz um resultado de classificacao tdo confiavel.

Sobre o kernel polinomial, foi utilizado o k-fold cross validation para identificar o melhor
valor de d entre os numeros inteiros 2, 3 e 4 (graus definidos arbitrariamente pela
autora). Assim, pode ser encontrado o melhor d para cada quantidade de limiares,

como pode ser visto no Quadro 4.

Quadro 4 — Argumento d do SVM- polinomial em relacdo ao ndmero de limiares

Quantidade de limiares d obtido
5 3
10 4
15 3
20 2

Fonte: Produzido pela prépria autora.

Os resultados das métricas deram acima de 90%, como podem serem vistos na Figura
22. Sobre a eficiéncia do algoritmo, os vetores de caracteristicas de 10 limiares
mostraram-se com o melhor desempenho se tratando de F1-score, precisdo e

acuracia.

Figura 22 —Métricas referentes ao SVM, kernel polinomial, em relagcdo a quantidade de limiares
100,00%

98,00%

96,00%
94,00%
92,00%
90,00%
88,00%

Precisdo Recall Acuracia F1-score

B 5 limiares 93,02% 97,22% 99,32% 95,08%

M 10 limiares 96,21% 96,88% 99,53% 96,54%

15 limiares 94,95% 97,92% 99,50% 96,41%

M 20 limiares 94,46% 94,74% 99,27% 94,63%
M5 limiares MW 10 limiares 15 limiares M 20 limiares

Fonte: Produzido pela prépria autora.
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Sobre o kernel de RBF, a validacdo através do k-fold cross validation se deu
procurando o melhor ¢ entre 0,1 a 10, com o passo de 0,1 (valores definidos
arbitrariamente pela autora). Apos a aplicacdo, o melhor o para cada limiar foi

encontrado, descrito no Quadro 5.

Quadro 5 — Argumento o do SVM- RBF em relagdo ao numero de limiares

o
Quantidade de limiares obtido
5 1
10 0,3
15 0,1
20 0,2

Fonte: Produzido pela prépria autora.

Logo, as métricas acuracia, precisao, recall e F1-score podem ser calculadas para
cada quantidade de limiares, considerando como classes positivas as portadoras

anormais. Tais resultados podem ser vistos na Figura 23.

Figura 23 — Métricas referentes ao SVM, kernel RBF, em relagdo a quantidade de limiares

100,00%

98,00%
96,00%
94,00%
92,00%
90,00%
88,00%
86,00%
84,00% ! -
Precisdo Recall Acuracia Fl-score
M5 limiares 92,21% 98,61% 99,34% 95,85%
W 10 limiares 92,93% 98,09% 99,66% 95,61%
m 15 limiares 90,30% 98,61% 99,19% 95,86%
M 20 limiares 92,55% 97,05% 99,27% 95,75%

H5limiares W10 limiares M 15 limiares ™20 limiares

Fonte: Produzido pela prépria autora.

Pode-se observar que as métricas em relacdo ao RBF sdo, na maioria dos casos,
acima de 92%. Além disso, o vetor de caracteristicas com 5 limiares e 15 limiares
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tiveram desempenhos muito parecidos. Como os ultimos mostraram melhores
desempenhos, fez-se necessério considerar o tempo de processamento como

elemento decisivo.

Por ualtimo, sobre o kernel sigmodal, mostrado na Figura 24, pode-se observar
resultados muito inferiores aos kernels analisados anteriormente. O F1-score, métrica

mais relevante para analise, ndo chegou a 70% em nenhum dos casos.

Figura 24 — Métricas referentes ao SVM, kernel sigmodal, em relacéo a quantidade de
limiares

100,00%
90,00%
80,00%
70,00%

60,00%

50,00%

40,00%

30,00%

20,00%

10,00% I I
0,00%

Precisdo Recall Acuracia F1-score
|5 limiares 36,12% 16,82% 92,21% 22,37%
W 10 limiares 71,23% 66,89% 96,11% 68,52%
m 15 limiares 67,49% 53,19% 95,74% 59,21%
M 20 limiares 69,10% 52,23% 95,45% 59,12%

B5 limiares W10 limiares W15 limiares M 20 limiares

Fonte: Produzido pela prépria autora.

Em se tratando do tempo gasto para a criacdo de um vetor de caracteristicas, 0
treinamento do SVM e o tempo de classificacdo de cada portadora, apenas 0s casos
dos kernels RBF e polinomiais foram avaliados, visto que os kernels linear e sigmodal
mostraram resultados bem inferiores aos demais. Os tempos em funcédo do nimero

de limiares sédo apresentados nos Quadros 6 e 7.
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Quadro 6 — Tempos de construgdo, treinamento e classificacdo do kernel: RBF de acordo com os

limiares
Quantidade de | Tempo de construcdo do Tempo do Tempo de
Limiares vetor de caracteristica (ms) | treinamento (us) | classificacao (us)
5 0,851 13,9512 8,6116
10 0,895 12,7732 6,9997
15 0,897 39,1301 21,8271
20 0,967 45,0789 20,9372

Fonte: Produzido pela propria autora.

Quadro 7 — Tempos de construcdo, treinamento e classificacdo do kernel: polinomial de acordo com
os limiares

Quantidade de | Tempo de construcéo do Tempo do Tempo de
Limiares vetor de caracteristica (ms) | treinamento (ms) | classificagdo (us)
5 0,9505 16,82 3,0446
10 0,9018 0,9758 4,7037
15 0,9708 0,3148 4,7061
20 1,0487 0,1944 7,0332

Fonte: Produzido pela prépria autora.

Com relagcdo ao Quadro 6, tem-se que o tempo de construgcdo do vetor de
caracteristicas ficou por volta de um milissegundo por portadora, aumentando de
acordo com a quantidade de limiares. Considerando o tempo de treinamento e de
classificagcdo, observa-se que todos ocorreram na ordem de dezenas de
microssegundos. Nota-se que a variacdo do valor de F1l-score para o kernel RBF,
guando analisando todas as quantidades de limiares, foi inferior a 0,05%. Portanto, a
escolha de 5 limiares por portadora € a mais viavel a ser usada com este kernel, ja

que tem também os menores tempos.

Sobre o Quadro 7 (kernel polinomial), observa-se que o tempo de construcdo de
vetores tem pouca variagao, flutuando em torno de um milissegundo por portadora. O
tempo de treinamento, nesse caso, também se deu na ordem de milissegundos,
mostrando que em relacdo ao kernel RBF, o polinomial exige um maior custo
computacional nesse quesito. Por altimo, se tratando do tempo de classificacéo, tem-

se que este varia entre 3 e 7 us, aumentando de acordo com a quantidade de limiares.
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E importante destacar que os tempos de classificacio dos kernels polinomial e RBF
foram cerca de 100 a 1.000 vezes menores do que os obtidos pelo kNN, tornando o

algoritmo de SVM mais eficiente para a aplicacéo.

Considerando os tempos de classificacdo e os resultados obtidos nas métricas de
desempenho, o algoritmo que melhor contempla a identificacdo de portadoras
anormais é o SVM com kernel polinomial de quarta ordem, utilizando 10 limiares. Com
essa escolha, foram alcancados 96,21% de precisédo, 96,88% de recall, 99,53% de

acuracia e 96,54% de F1-score.

4.3 Interface

Com a metodologia de andlise de radio clandestina, variacdo de poténcia e com o
parametro de aprendizado de maquina definido, pode-se criar uma interface para o
usuario identificar as anomalias que o espectro de frequéncia pode apresentar. E
importante salientar que os nomes, eixos de frequéncia e as frequéncias centrais das
radios identificadas serdo hachurados com o intuito de preservar a identidade de cada

entidade.

Para confeccdo da interface se utilizou a biblioteca “tinker”, do python. Com ela, foi
possivel empregar os chamados “widgets”, que nesse contexto foram os frames
(areas retangulares), buttons (botdes), labels (exibidores de texto), canvas (caixas de
desenho) e o scrolledtext (caixa de texto com barra de rolagem).

A interface criada conta com seis botdes e dois quadros. Os botdes da parte superior
contam com as opgOes de carregar arquivo e iniciar a analise. O botéo central
referente a uma pré-visualizacéo dos dados. Por fim, os trés botdes inferiores indicam
as analises feitas na metodologia. O primeiro quadro exibe informac¢des do arquivo
carregado, e 0 segundo os resultados da analise, como é possivel verificar na Figura
25.
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Figura 25 — Interface gréfica do software

ﬁ Titulo Software PG Fernanda - x

Selecione o arquivo CSV da RFeye para iniciar a analise, Selecionar Arquive | [niciar Analise

Informacgdes do Arquivo
Localizagdo:

Inicio:

Finalizagdo:

Tempo Totak:

Frequéncia de Monitoramento:

Tamanhe do Passo:

Pré-visualizar

Resultados da Analise

Quantidade de Portadoras |dentificadas:

Tempe de Execugdo:

Portadoras com Sinal Portadoras com Variagdo Portaderas Licenciadas e
Ruidoso de Poténcia (>= 10%) Mo Licenciadas
Quantidade: Cuantidade: Cuantidade:

Ver Sinais Ver Sinais Wer Sinais

2020-11-05 15:15:50,567: Esperando entrada de dados RFeye...

Fonte: Produzido pela prépria autora.

A sequéncia de funcionamento de botdes pode ser observada no fluxograma da

Figura 26, onde é mostrada a relagéo entre os botdes.
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Figura 26 — Sequéncia de botBes

Selecionar arquivo
Informagdes do arguivo
oparecam
Pré-visualizar Iniciar a andlise
Fesuitados do analise se
tornom disponiveis
Portadoras Portadoras com Portadoras
Ruidosas variacio de licenciadas e ndo
potécia (>= 10%) licenciadas

Fonte: Produzido pela prépria autora.

E importante ressaltar que para o uso da interface, foi necessario reservar uma pasta
de documentos no computador contendo um arquivo CSV com as radios licenciadas
e outro de treinamento do SVM polinomial de quarta ordem, conforme definido na

secao 4.2.

4.3.1 Botado: Selecionar Arquivo

Ao clicar o botao “Selecionar o Arquivo”, é aberto para o usuario uma janela para a
busca do arquivo CSV desejado, o qual se refere aos vetores de amostras que devem

ser analisados, como mostrado na Figura 27.



Figura 27 — Aba aberta a partir do botdo selecionar arquivos
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&1 Imagens
ASEE
nacional
PG
SUM
@ OneDrive
[ Este Computador

¥ Rede

Nome:

« v » Este Computador > Documentos » PG
Organizar +  Nova pasta
Nome Data de modificagio
# Acesso rapido
noveo 16/10

Py 04711
pg (1) 04/11,
VM 041,

] baseFM 05,

3 base-fm

£¥] baseFMcerto
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3 dadoruim

3] dados

v  © | PesquisarPG 2

Tipo Tamanho

Pasta de arquivos
Pasta de arquives
Pasta de arquivos
Pasta de arquivos
Arquive de Valore..,
Arquivo de Valore
Arquivo de Valore

Arquive de Valore..,

Arquivo de Valore

Arquivo de Valore

dadoos.

| [Arquives csv ~

Fonte: Produzido pela prépria autora.
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Ao clicar no botdo “abrir”, a interface assumira as atualizacfes presentes na Figura

28. Nesse caso, pode-se perceber que além do quadro de informacdes do arquivo é

exibido um log que indica quando o botao “iniciar a analise” sera disponibilizado.

Figura 28 — Exibicdo da interface apds abrir um arquivo

@ Titule Software PG Fernanda

Selecionado dadoos.csv

Informagdes do Arquivo
Localizagdo:

Inicio:

Finalizagdo:

Termpo Total:

Frequéncia de Monitoramento:

Tamanhe do Passo:

Resultados da Analise

Portadoras com Sinal
Ruidoso

Quantidade:

825, Rua Abiail do Amaral, Enseada do 5ud, Regido Adm
Microrregido Vitoria, Regide Metropelitana da Grande Vi

Selecionar Arguivo | Iniciar Andlise

inistrativa V - Praia do Cante, Vitéria,
toria, Regido Geografica Intermediaria

de Vitdria, Espirito Sante, Regido Sudeste, 29030-380, Brasil

28/05/2019 16:08:41
29/05/2019 12:08:16
19:59:35

6.00

0.019544 MHz

Pré-visualizar

Quantidade de Portadoras |dentificadas:

Tempo de Execugdo:

Portadoras com Variagio
de Poténcia (> = 10%)

Quantidade:

Ver Sinais

Fonte: Produzido pela prépria autora.

Portadoras Licenciadas
Nao Licenciadas

Quantidade:

Ver Sinais

2020-11-05 15:15:50,567: Esperando entrada de dados RFeye...
2020-11-05 15:17:38,5948: Extraindo informagfes do argquivo...
2020-11-05 15:17:42,366: Extracdo de informacdes finalizada.
2020-11-05 15:17:42,3759: Entrada de dados RFeye selecionada:
2020-11-05 15:17:42,379: Anédlise pronta para ser iniciada.

dadoos.csv
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No quadro de informagfes do arquivo, verifica-se que o campo de localizagdo esta
preenchido. Essa refere-se ao lugar onde os dados da RFeye foram coletados. I1sso
s é possivel, pois nos arquivos que contém os vetores de amostras também tém
especificadas as coordenadas de longitude e latitude. Assim, com a biblioteca “geopy”,

do python, as coordenadas geogréficas sao transformadas em endereco.

Se tratando da hora/data de inicio e fim da leitura, tem-se que as informacdes foram
capturadas verificando o primeiro e ultimo vetor de amostras do arquivo CSV
selecionado, j& que antes dos dados de cada vetor encontram-se as informacgdes de
data e hora. Assim, com a diferenca de hora/data dos vetores de amostras, € possivel
obter também o periodo total em que foi feita a leitura. Por ultimo, € observada a
diferenca no tempo de leitura entre o primeiro e segundo vetor de amostras, obtendo

assim a frequéncia de monitoramento.

O quadro também exibe o tamanho do passo. O passo seria a taxa de amostragem

do espectro de frequéncia.

4.3.2 Botao: Pré-visualizacao

O botao de “pré-visualizagao” serve apenas para exibir o primeiro vetor de amostras
do arquivo em forma de gréafico, fazendo com que o usuario possa ter conhecimento
do arquivo que ele quer analisar. A Figura 29 mostra a exibicdo do primeiro vetor de

amostras, sem nenhum tratamento do arquivo selecionado.
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Figura 29 — Exibicao do botéo "Pré-visualizacdo" do arquivo que foi selecionado

@ Prévia do Arquivo - [m] x

Primeira Linha de Dados

—50 4

—60 4

—701

Ganho (dBm)

—80 4

N W) L

—1101

Frequéncia (MHz)

# €[> #a|=|

Fonte: Produzido pela préopria autora.

4.3.3 Botao: Iniciar Analise

Ao clicar no botao “Iniciar Analise” toda metodologia da Figura 18 é carregada, sendo
possivel verificar na Figura 30 0 momento em que ela comeca a atuar, indicada como
“‘Analise inicializada”, no log. A partir deste momento, o usudrio acompanha o
processamento do arquivo até a avaliacao ser concluida. Apos o fim do processo, 0s
itens destacados séo exibidos. No final, € gerado um arquivo chamado “saida.csv”

com o formato mostrado na Figura 31.




Figura 30 — Interface ap0s ativar o botao iniciar analise

# Taulo Software PG Fernanda

Selecionar Arquivo | Iniciar Analise

825, Rua Abiail do Amaral, Enseads do Sus, Regeio Adminustrativa V - Praia do Canto, Viténa,

de Vitoria, Espirito Santo, Regido Sudeste, 29050-580, Brasil

idade de Portad:

It

das: 16945

Tempo de Execugdo: 17215

Selecionado dadoos.csv
informagdes do Arquivo
Locahzagdo:
Inicio: 28/05/2019 16:08:41
Finalizagdo: 29/05/2019 1208:16
Tempo Totak: 19:59:35
Frequéncias de Monitoramento: 6.00s
Tamanho do Passo: 0.019544 MMz
Pré-visualizar
Resultados da Anslise
‘\_
Portadoras com Sinal
Ruidoso
Quantidade: 1246

VevSimisI

2020-11-10 18:30:37,635:
2020-11-10 18:30:37,8642:
2020-11-10 18:30:45,084:
2020-11-10 18:30:82,600:
2020-11-10 18:30:54,842:
2020-11-10 18:30:54,842:
2020-11~-10 18:30:54,842:
2020~-11-10 18:30:54,842:
2020-11-10 18:30:54,960:

Portadoras com Variagio

de Poténcia (>= 10%)

Quantidade: 571

Ver Sinais I

Andlise inicializada.
Processamento de arquivo iniciado.
Processadas 5000 linhas...
Processadas 10000 linhas...
Processadas 11533 linhas...
Processanento de arquivo finalizado.
Foram caracterizados e classificados
An&lise concluida.

Arquivo saida.csv gerado.

Fonte: Produzido pela prépria autora.

Figura 31 — Parte do CSV gerado

Microrregido Vitona, Regido Metropolitana da Grande Vitdria, Regido Geografica Intermedidria

Portadoras Licenciadas ¢

Nio Licenciadas

Quantidade: 37

VetSinisl

16945 ainais.
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Data Razdo Social da Radio
28/05/2019 16:10 RADIO NAO LICENCIADA
28/05/2019 16:10 S |
28/05/2019 16:10

28/05/2019 16:10 RADIO NAO LICENCIADA

| 28/05/2019 16:10 RADIO NAO LICENCIADA
| 28/05/2019 16:12 RADIO NAO LICENCIADA
| 28/05/2019 16:12 _

| 28/05/2019 16:12 RADIO NAO LICENCIADA
| 28/05/2019 16:12 RADIO NAO LICENCIADA

28/05/2019 16:14 RADIO NAO LICENCIADA

] 28/05/2019 16:14 RADIO NAO LICENCIADA

Fonte: Produzido pela prépria autora.

Freq. CeniVariagdo c Anomalia

8
R
1 |
1.
1.
8w
1
1T
1T
8_IC
1

0.00
0.00
0.00
0.00
0.00
-0.54
-1.45
-0.07
-0.07
-0.31
0.00

MN&o Licenciada
Ruidosa
Ruidosa
Ruidosa
M&o Licenciada
Néo Licenciada
Ruidosa
Ruidosa
Mo Licenciada
M3o Licenciada
M3o Licenciada
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4.3.4 Botao: Portadoras Ruidosas

O botéo “portadoras ruidosas” € referente a metodologia da secdo 3.2.3. Ao clicar
neste botdo, a janela referente a Figura 32 é aberta, listando todos os dados que foram
guardados em memoria. Nela, sdo exibidas a data e a hora que uma determinada
anomalia ocorreu, além da frequéncia central e a variacdo de poténcia. A janela ainda

possui mais um botéo, disposto na coluna de acao.

Figura 32 — Janela referente aos dados ruidosos

# Portadoras Ruidosas - X
[lata Frequéncia Central (MHz) Variagdo de Poténcia (%) Agdo
28/05/2019 16:10:36 9 0.00 4"" ~
28/05/2019 16:10:36 1 0.00 1
28/05/2019 16:10:36 1 0.00 I
28/05/2019 16:12:37 1 -1.45 x
28/05/2019 16:12:37 1 -0.07 x
28/05/2019 16:14:37 1 0.94 x
28/05/2019 16:16:38 9 -0.13 I
28/05/2019 16:16:38 1 -0.84 m
28/05/2019 16:16:38 1 1.99 m
28/05/2019 16:18:39 1 -0.26 x
28/05/2019 16:18:39 1 -2.42 I
28/05/2019 16:20:40 1 047 I
28/05/2019 16:20:40 1 0.62 x
28/05/2019 16:22:41 1 -3.12 x "

Fonte: Produzido pela prépria autora.

Os botbdes referentes a coluna “Acéo” tém a utilidade de exibir o comportamento da
portadora anébmala, de acordo com a data/hora em que ela foi identificada. Exibe-se
assim a propria portadora e onde ela se localiza no espectro de frequéncia. Ja que a
frequéncia central da portadora € conhecida, é possivel associar tal frequéncia ao
banco de dados das radios da Grande Vitéria, como pode ser visto na Figura 33.
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Figura 33 — Exibicdo do comando Acdo de uma portadora ruidosa

# Plot de Portadora Ruidosa — O >
E _&0 4
B 60
=
2 |
= I
& —80 -
o]
A LJUVUUM |
—100 - T T T T

Frequéncia (MHz)

—60 -
=70 4
—80 4

—— 28/05/2019 16:18:39 MHz -56.65 dBm
e

Ganho (dBm)

Frequéncia (MHz)

& €/ $/Q|=

Fonte: Produzido pela prépria autora.

4.3.5 Botado: Portadoras Com Variacado de Poténcia Maior ou Igual a 10%

O botao de “portadoras com variagao de poténcia” esta relacionado a metodologia da
secdo 3.2.2. Ao clicar neste botdo, uma janela semelhante a Figura 32 é aberta.
Porém, os botdes referentes a coluna de “Acéo” exibem o comportamento das
portadoras com uma variagcdo de poténcia maior que 10%, apresentando a variacao
entre a poténcia da portadora de referéncia e a da anémala identificada. Tal exibicdo

pode ser vista na Figura 34.
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Figura 34 — Exibicdo do comando A¢do de uma portadora com variacdo de poténcia acima do
permitido

| ¢ I

—50 1

{ I
—60 - ;
~70 -

€ —80 - !
—90 - |

I JLILVUN

Frequéncia (MHz)

Ganho (dBm)

T —60 -

[wa]

=

2

= —80 -

T
—— 29/05/2019 05:29:15 * MHz -49.88 dBm
—— 28/05/2019 16:10:36 ' MHz -43.35 dBm

10C

Frequéncia (MHz)

A€ dal= B

Fonte: Produzido pela prépria autora.

4.3.6 Botao: Licenciada e N&o Licenciada

O botéo “licenciada e ndo licenciada” esta associado a metodologia da se¢éao 3.2.1.
Ao clicar neste botdo, uma janela semelhante a Figura 35 é aberta. Ela mostra o
primeiro momento que tal radio foi verificada e as frequéncias centrais de canais
cadastrados mais proximos que se associam ao home da emissora. O botdo “Agéo”,
assim como nas demais verificacbes apresenta a portadora individual e onde ela se

localiza no espectro de frequéncia, como mostrado na Figura 36.



Figura 35 — Janela referente as portadoras licenciadas e ndo licenciadas

@ Portadoras Licenciadas e Mao Licenciadas

Data
28/05/2019 16:10:36
28/05/2019 16:10:36
28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36
28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36

28/05/2019 16:10:36

Freq. Central Cadastrada (MHz)

82,90
88.70
90.10

91.10

91.90

92.50

93.10
93.50

94.10

94.50

94.90

95.90

RADIO NAO LICENCIADA

RADIO MARATAIZES FM LTDA

RADIO PLANETA LTDA

FUMDACAC ROMULO MNEVES

BALESTRERC

SM COMUNICACOES LTDA
A GAZETA DO ESPIRITO SANTO

RADIO E TV LTDA
RADIO GAETA LTDA

METROPOLE FM LTDA

FUNDACAQ EDUCATIVA MESTRE

ALVARO

SISTEMA ALAM KARDEC DE

RADIODIFUSAQ LTDA

EMPRESA ESPIRITOSAMNTEMSE DE

RADIODIFUSAQ LTDA

Portadora

FUMDACAC ROBERTO RABELLO DE

COMUNICACAQ SOCIAL

=

uw
B
o

calcal: al:alia: ol-alcal: ol aca: 4

Fonte: Produzido pela prépria autora.

Figura 36 — Exibicdo do comando A¢do de uma portadora identificada

7

Ganho (dBm)

& € Q=

RADIO NAO LICENCIADA (Freq.

—40

_ﬁﬂ E

_BU .

=100 +—

Ganho (dBm)

Frequéncia (MHz)

90 4
92 4
94
06 -

— 28/05/2019 19:04:24 .

Fonte: Produzido pela prépria autora.

-

Frequéncia (MHz)

-89.92 dBm
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5 CONCLUSOES

Neste projeto foi apresentado uma maneira de automatizar um processo que é feito
de forma manual na ANATEL. Assim, o objetivo geral que era avaliar técnicas de AM
na deteccdo de anomalias das portadoras de FM, na faixa de 87,4 a 108 MHz da

cidade de Vitoria-ES foi cumprido.

Técnicas de pré-processamento foram aplicadas, anomalias foram detectadas e as
métricas de avaliacdo foram verificadas. Além disso, duas verificacdes adicionais
foram feitas, que se refere a identificacdo das radios licenciadas e néo licenciadas,

além de uma analise da variacao de poténcia.

Apesar do KNN apresentar bons resultados referentes as métricas de avaliacéo, ele
teve um tempo de classificacdo cerca de 1000 vezes maior que o SVM, logo, se
mostrou um algoritmo com alto custo computacional. Além disso, foi observado que o

SVM com kernel polinomial de quarta ordem apresentou resultados melhores.

Cumprindo um objetivo especifico, uma interface foi feita de modo a simplificar o
contato dos usuarios com os codigos desenvolvidos, a partir dela também um CSV foi
gerado, com o objetivo de as analises serem guardadas ao longo do tempo. A interface
ainda fornece o tempo de leitura e processamento dos dados, no qual foi visto que
para quase um dia de dados coletados o tempo de execucdao foi cerca de 17 segundos.

A metodologia para achar a portadora ruidosa mostrou-se eficaz no sentido de
identificar portadoras em mais de uma posicéo, apresentando robustez no método,

mostrando assim que o algoritmo néo estava viciado.

Destaca-se que com a automatizacdo da tarefa é possivel obter ndo s respostas
rapidas, como também resultados que n&o seriam possiveis de serem alcancados por

simples inspecéao visual.

Para estudos futuros, com relagéo ao AM, pode-se treinar a maguina com mais dados,

para aumentar a confiabilidade das analises geradas, além de utilizar a curva ROC
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como métrica de desempenho. Outro ponto sugerido, seria o funcionamento do
programa em tempo real, onde pode-se estudar a possibilidade de acoplar a interface

diretamente aos dados coletados.

Ainda para trabalhos futuros pode-se considerar a largura de banda como aspecto
importante na classificacdo de uma portadora, visto que também pode ser um fator
relevante para classificar um dado anémalo. Por ultimo, dado os resultados positivos
dos experimentos, abre-se margem para as técnicas de AM serem aplicadas em
outras faixas do espectro, por exemplo, nas faixas disponiveis para o uso do 5G,

usando-as para verificar as faixas livres.

Depois de todo o estudo feito, e verificando através do estagio na ANATEL que varias
categorias de atividades séo realizadas pela equipe de fiscalizacdo da UOO021, a
analise automatizada de alguns parametros do espectro de FM pode otimizar o tempo
do fiscal de Vitéria-ES, além de trazer uma maior confiabilidade nas andlises. E
importante ressaltar que apesar da automatizacao, o fiscal ainda é responsavel por
verificar as andlises, sendo assim agente fundamental para inspecionar o espectro de

frequéncia.
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APENDICE A — LISTA DAS RADIOS DA GRANDE VITORIA

88,7, RADIO MARATAIZES FM LTDA, Itapemirim

90,1, RADIO PLANETA LTDA, Serra

90,5, RADIO VITORIA S/A, Vitoria

91,1, FUNDACAO ROMULO NEVES BALESTRERO, Vitéria

91,7, SOCIEDADE ALFREDENSE DE RADIODIFUSAO LTDA, Alfredo Chaves
91,9, SM COMUNICACOES LTDA, Vila Velha

92,5, A GAZETA DO ESPIRITO SANTO RADIO E TV LTDA, Vitéria

93,1, RADIO GAETA LTDA, Guarapari

93,5, METROPOLE FM LTDA, Vila Velha

94,1, FUNDACAO EDUCATIVA MESTRE ALVARO, Viana

94,5, SISTEMA ALAN KARDEC DE RADIODIFUSAO LTDA, Santa Leopoldina
94,9, EMPRESA ESPIRITOSANTENSE DE RADIODIFUSAO LTDA, Guarapari
95,9, FUNDACAO ROBERTO RABELLO DE COMUNICACAO SOCIAL, Vila Velha
96,5, MEAIPE EMPRESA DE COMUNICACOES LETDA, Guarapari

97,1, AGAZETA DO ESPIRITO SANTO RADIO E TV LTDA, Serra

97,7, FUND. UNIVERSIT. DE PESQ. ECONOM. E SOCIAIS DE V. VELHA, Serra
98,5, ASSOCIACAO DE MORADORES PRAIA DO CANTO, Vitéria

99,1, NASSAU EDITORA RADIO E TV LTDA, Vitéria

99,5, NASSAU EDITORA RADIO E TV LTDA, Vitéria

100,1, RADIO ASTRAL, Aracruz

100,3, CAMARA DOS DEPUTADQOS, Guarapari

100,9, FUNDACAO NOVO MILENIO, Guarapari

101,5, FUNDACAO NOSSA SENHORA DA PENHA DO ESPIRITO SANTO, Vitoria
101,9, SISTEMA ARACRUZ DE RADIODIFUSAO LTDA, Aracruz

102,3, RADIO FM 102 LTDA, Cariacica

102,7, SUPER RADIO DM LTDA, Ibiragu

102,9, FUNDACAO EDUCATIVA E CULTURAL DONA DADA, Vila Velha
103,7, FUNDACAO DE ASSISTENCIA E EDUCACAO - FAESA, Cariacica
104,7, FUNDACAO CECILIANO ABEL ALMEIDA, Vitoria

105,1, RADIO CAPIXABA LTDA, Vitoéria

105,3, CRISTO REI COMUNICACOES LTDA, Santa Teresa

105,7, SUPER RADIO DM LTDA, Domingos Martins

106,3, SISTEMA NORTE DE RADIO LTDA, Serra

106,9, FUNDACAO EDUCATIVA E CULTURAL PEDRO TRES, Vila Velha
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107,3, FUNDACAO CULTURAL SANTA MARIA DE DEUS, Ibiragu
107,9, PREFEITURA MUNICIPAL DE CARIACICA, Cariacica
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